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Chapitre 1

In tro duction

Notations :

� X = (1 ; X 1; : : : ; X p)0
: v ecteur aléatoire de dimension p+ 1 , les marginales X i son t les v ariables

explicativ es. On note égalemen t x = (1 ; x1; : : : ; xp)0
une réalisation de X ;

� Y v ariable (univ ariée) à expliquer.

� (X 1; Y1); : : : ; (X n ; Yn) : un n -éc han tillon aléatoire (i.i.d. et de même loi que le couple (X; Y ) ), tel

que X i = (1 ; X i 1; : : : ; X ip )0
;

� (x1; y1); : : : ; (xn ; yn) une réalisation de (X 1; Y1); : : : ; (X n ; Yn) .

� X : la matrice des observ ations :

X =

0

B
@

1 x11 : : : x1p
.

.

.

.

.

.

.

.

.

.

.

.

1 xn1 : : : xnp

1

C
A :

1.1 Rapp els sur le mo dèle linéaire

Le con texte

Nous c herc hons à expliquer une v ariable Y par p v ariables X = (1 ; X 1; : : : ; X p)0
. P our ce faire,

on disp ose de n réalisations (x1; y1); : : : ; (xn ; yn) du couple (X; Y ) . Le but est de mo déliser la

dép endance de la v ariable rép onse Y sur les v ariables explicativ es X 1; : : : ; X p . Plusieurs raisons

p euv en t motiv er cette mo délisation :

� la description : on v eut un mo dèle qui p ermette de décrire la relation en tre Y et X ;

� l' év aluation des con tributions relativ es de c haque prédicteur p our expliquer Y ;

� la prédiction : prév oir la v aleur de Y p our des nouv elles v aleurs des v ariables explicativ es.

Le mo dèle linéaire classique s'écrit :

Y = X 0� + � = � 0 + � 1X 1 + : : : + � pX p + �;

a v ec � = ( � 0; � 1; : : : ; � p)0 2 Rp+1
et � � N (0; � 2) . On distingue alors deux cas :

� Les v ariables X i son t déterministes (non aléatoires) :

Y � N (X 0�; � 2); E(Y) = X 0� ;

� Les v ariables X i son t aléatoires :

(Y jX ) � N (X 0�; � 2); E(Y jX ) = X 0�:
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6 In tro duction

Plaçons nous main tenan t dans le cas où la v ariable à expliquer Y est qualitativ e (sexe, couleur,

présence ou absence d'une maladie...) et p ossède un nom bre �ni de mo dalités g1; : : : ; gm . Le pro-

blème consiste alors à expliquer l'appartenance d'un individu à un group e à partir des p v ariables

explicativ es, on parlera de discrimination au lieu de régression.

Il est bien en tendu imp ossible de mo déliser directemen t la v ariable Y par une relation linéaire

(imaginons que Y soit le sexe d'une p ersonne ou la couleur de ces c hev eux). A�n de pallier à cette

di�culté, on v a s'in téresser aux probabilités P(Y = gk jX = x) . Supp osons p our simpli�er que la

v ariable Y prenne uniquemen t deux v aleurs : 0 (�group e 0�) ou 1 (�group e 1�). La connaissance

de P(Y = 1jX = x) implique celle de P(Y = 0jX = x) : il su�t par conséquen t de mo déliser la

probabilité p(x) = P(Y = 1jX = x) . On p eut par exemple en visager une relation de la forme

p(x) = � 0 + � 1x1 + : : : + � pxp = x0�:

Cette appro c he p ossède plusieurs incon v énien ts :

� Remarquons tout d'ab ord que la v ariance de YjX = x v aut p(x)(1 � p(x)) . Con trairemen t au

mo dèle linéaire traditionnel, cette v ariance n'est pas constan te et par conséquen t l'h yp othèse

d'homoscédasticité des résidus ne sera pas v éri�ée.

� Le fait qu'aucune restriction ne soit e�ectuée sur les � implique que x0� p eut prendre n'im-

p orte quelle v aleur dans R. Ce fait est gênan t p our l'estimation d'une probabilité (imaginer une

estimation du genre P(Y = 1jX = x) = � 1297:56 ! ! !).

P our ces raisons, nous dev ons étendre le mo dèle linéaire classique aux cas où :

� Y p eut être une v ariable qualitativ e (présence ou absence d'une maladie, appartenance à une

catégorie...) ;

� les erreurs p euv en t ne pas a v oir la même v ariance (s'a�ranc hir de l'h yp othèse d'homoscédasti-

cité).

1.2 Le mo dèle linéaire généralisé : GLM

1.2.1 La régression logistique

Nous nous plaçons tout d'ab ord dans un con texte de classi�cation binaire, c'est-à-dire que nous

supp osons qu'il existe seulemen t deux group es à discriminer. Nous v errons dans le c hapitre 4

commen t étendre les tec hniques à des mo dèles multiclasses (plus de deux group es).

V ariable explicativ e con tin ue

Exemple 1.1

Nous souhaitons expliquer la v ariable Y présence (1)/ absence (0) d'une maladie cardio-v asculaire

(Chd) par l'âge des patien ts. Les données son t représen tées sur la �gure 1.1.
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1.2 Le mo dèle linéaire généralisé : GLM 7
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Fig. 1.1 � Rep résentation directe de Chd (va riable à expliquer Y ) en fonction de l'âge (va riable expli-

cative X ).

Cette �gure mon tre qu'il est di�cile de mo déliser les données brutes, la v ariabilité de la v ariable

CHD est élev ée p our tout âge. Une métho de p ermettan t de réduire cette v ariabilité consiste à

regroup er les patien ts par classe d'âge. Nous obtenons le tableau suiv an t :

CHD

Age E�ectif Absen t Présen t Mo y enne

]19 ;29] 10 9 1 0.1

]29 ;34] 15 13 2 0.133333

]34 ;39] 12 9 3 0.25

]39 ;44] 15 10 5 0.333333

]44 ;49] 13 7 6 0.461538

]49 ;54] 8 3 5 0.625

]54 ;59] 17 4 13 0.764706

]59 ;69] 10 2 8 0.8

T ab. 1.1 � Données regroup ées en classe d'âge.

La liaison en tre l'âge et la présence de la maladie devien t b eaucoup plus claire. Il apparaît en e�et

que lorsque l'âge augmen te, la prop ortion d'individus attein t par la maladie augmen te. La �gure

1.2 p ermet d'év aluer cette liaison : elle apparaît nettemen t sous la forme d'une courb e sigmoïde

(en forme de �S�). Il sem blerait donc �naturel� de mo déliser cette prop ortion de malade par classe

d'âge en fonction de l'âge par une courb e sigmoïde.
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8 In tro duction
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Fig. 1.2 � F réquence de Chd pa r classe d'âge en fonction de l'âge.

La colonne �mo y enne� du tableau 1.1 fournit une estimation de E(YjX = x) p our c haque classe

d'âge. Nous p ouv ons donc prop oser une mo délisation de l'esp érance conditionnelle de E[YjX = x] :

E[YjX = x] = h(x)

où l'allure de la courb e représen tativ e de h est une sigmoïde.

Plusieurs fonctions h on t été prop osées dans la littérature. P our le mo dèle logistique on considère

la fonction h(x) = exp( x)=(1 + exp(x)) , ce qui donne le mo dèle

E[YjX = x] = p(x) =
exp(� 0 + � 1x)

1 + exp(� 0 + � 1x)
;

où encore

logit p(x) = log
�

p(x)
1 � p(x)

�
= � 0 + � 1x;

logit désignan t la fonction bijectiv e et dériv able de ]0; 1[ dans R : p 7! log(p=(1 � p)) (v oir �gures

1.3 et 1.4). Nous v errons qu'une telle mo délisation p ermettra de retrouv er un grand nom bre des

�b onnes� propriétés du mo dèle linéaire.

La loi conditionnelle de la v ariable d'in térêt di�ère en tre le mo dèle logistique et le mo dèle linéaire.

Dans le mo dèle de régression linéaire Y = � 0 + � 1X + " , on fait l'h yp othèse que les résidus "
suiv en t une loi N (0; � 2) . Il vien t YjX = x � N (� 0 + � 1x; � 2) . P our le mo dèle logistique, p our une

observ ation x de la v ariable explicativ e, on p eut exprimer la v ariable d'in térêt comme suit :

Y = p(x) + ":

La v ariable aléatoire " p eut prendre simplemen t deux v aleurs : si y = 1 alors " = 1 � p(x) et si

y = 0 alors " = � p(x) . P ar conséquen t " prend p our v aleur 1� p(x) a v ec probabilité p(x) et � p(x)
a v ec probabilité 1 � p(x) : YjX = x suit une loi de Bernoulli de paramètre p(x) .

L aur ent R ouvièr e R é gr ession sur variables c até goriel les



1.2 Le mo dèle linéaire généralisé : GLM 9
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Fig. 1.4 � F onction inverse de logit .

Dé�nition 1.1 (Régression logistique)

Soit Y une variable binair e à expliquer et X = (1 ; X 1; : : : ; X p)0 p variables explic atives. L e mo dèle

lo gistique pr op ose une mo délisation de la loi de YjX = x p ar une loi de Bernoul li de p ar amètr e

p(x) = P(Y = 1jX = x) tel le que :

log
p(x)

1 � p(x)
= � 0 + � 1x1 + : : : + � pxp = x0�; (1.1)

ou enc or e

logit p(x) = x0�;

logit désignant la fonction bije ctive et dérivable de ]0; 1[ dans R : p 7! log(p=(1 � p)) .

L'égalité (1.1) p eut égalemen t s'écrire

p(x) = P(Y = 1jX = x) =
exp(x0� )

1 + exp(x0� )
:

Remarque

Dans un mo dèle logistique, nous e�ectuons deux c hoix p our dé�nir le mo dèle :

1. le c hoix d'une loi p our YjX = x , ici la loi de Bernoulli ;

2. le c hoix de la mo délisation de P(Y = 1jX = x) par

logit (P(Y = 1jX = x)) = x0�:

La fonction logit est bijectiv e et dériv able. Elle est app elée fonction de lien .

Remarquons égalemen t que

8
><

>:

E(YjX = x) = P(Y = 1jX = x)

V (YjX = x) = P(Y = 1jX = x)
�

1 � P(Y = 1jX = x)
�

ce qui implique que la v ariance n'est pas constan te et v arie selon la v aleur x de X .

R é gr ession sur variables c até goriel les L aur ent R ouvièr e



10 In tro duction

1.2.2 La régression log-linéaire

Dans le mo dèle logistique la v ariable à expliquer est une v ariable binaire. Le mo dèle log-linéaire

traite le cas d'une variable de c omptage . V oici quelques exemples :

� nom bre de catastrophes aériennes sur une p ério de donnée ;

� nom bre de v oitures à un feu rouge ;

� nom bre d'acciden ts par jour sur une autoroute...

Dé�nition 1.2 (Régression log-linéaire)

Soit Y une variable de c omptage à expliquer p ar le ve cteur X = (1 ; X 1; : : : ; X p)0
. L e mo dèle lo g-

liné air e pr op ose une mo délisation de la loi de YjX = x p ar une loi de p oisson de p ar amètr e � = � (x)
tel le que :

logE(YjX = x) = x0�:

P our une nouv elle mesure x e�ectuée, le mo dèle log-linéaire v a donc prédire la v aleur exp(x0� ) .

Remarque

Ici encore, deux c hoix son t e�ectués p our dé�nir le mo dèle :

1. le c hoix d'une loi p our YjX = x , ici la loi de P oisson ;

2. le c hoix de la mo délisation de E(YjX = x) par

logE(YjX = x) = x0�:

La fonction log est bijectiv e et dériv able.

1.2.3 Généralisation : GLM

On p eut résumer les remarques précéden tes par le tableau :

Choix logistique log-linéaire linéaire

YjX = x Bernoulli P oisson Normale

mo délisation

de logit E(YjX = x) = x0� logE(YjX = x) = x0� E(Y jX = x) = x0�
E(Y jX = x)

Une généralisation de ces métho des est app elée GLM (Generalized Linear Mo del). L'appro c he

GLM consiste à :

1. c hoisir une loi p our YjX = x parmi un ensem ble restrein t de loi (les lois exp onen tielles

GLM) ;

2. c hoisir une fonction de lien g(:) parmi une ensem ble réduit de fonctions bijectiv es et dériv able.

3. la transformation de l'esp érance conditionnelle E(YjX = x) par la fonction g est ensuite

mo délisée par une fonction � qui n'est autre qu'une com binaison linéaire des v ariables expli-

cativ es :

g(E(YjX = x)) = � (x) = x0�:

L aur ent R ouvièr e R é gr ession sur variables c até goriel les



1.3 Exemples de fonctions de liens p our la régression d'une v ariable binaire 11

On p eut résumer un mo dèle GLM par le sc héma suiv an t :

A expliquer

comp osan te aléatoire

YjX = x suit une loi �xée.

Lien

E(YjX = x) dép end de

� (x) au tra v ers de la fonc-

tion g app elée fonction de

lien

g(E(YjX )) = � (X )

g est une fonction inversible .

Explicatif

Comp osan te systématique

On mo délise � par une com-

binaison linéaire des X j

� (x) =
pX

j =0

x j � j

Remarque

1. P our c hoisir un mo dèle GLM il faut donc

� c hoisir la loi de YjX = x dans la famille exp onen tielle des GLM.

� c hoisir une fonction de lien in v ersible g.

2. P our utiliser un mo dèle GLM il faudra donc estimer les paramètres � = ( � 0; � 1; : : : ; � p) . Une

fois cette estimation réalisée, � (x) est �xé, ce qui �xe E(YjX = x) = g� 1(� (x)) .

Le tableau 1.2 donne quelques exemples de GLM.

Loi Nom du lien F onction de lien

Bernoulli/Binomiale lien logit g(� ) = logit (� ) = log( �= (1 � � ))
P oisson lien log g(� ) = log( � )
Normale lien iden tité g(� ) = �
Gamma lien récipro que g(� ) = � 1=�

T ab. 1.2 � Exemples de GLM.

1.3 Exemples de fonctions de liens p our la régression d'une

v ariable binaire

D'autres fonctions de lien que logit p euv en t être utilisées dans le cas où la v ariable à expliquer Y
est binaire. On trouv e notammen t dans la littérature les transformations :

� p robit , qui n'est autre que l'in v erse de la fonction de répartition de la loi normale cen trée réduite :

8p 2 [0; 1]; p robit (p) = � a v ec

1
p

2�

Z �

�1
exp

�
�

1
2

u2

�
d u = p:

� log-log dé�nie par :

8p 2 [0; 1]; log-log (p) = log( � log(1 � p)):

Ces transformations son t représen tées sur la �gure 1.5

R é gr ession sur variables c até goriel les L aur ent R ouvièr e



12 In tro duction
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Fig. 1.5 � F onctions de liens : p robit (trait plein), logit (tirets), log-log (p ointillés).

Des trois fonctions de lien présen tées, la transformation log-log est bien appropriée aux cas où

l'on souhaite mo déliser les probabilités de succès de manière asymétrique. Les transformations

logit et p robit p ossèden t des propriétés iden tiques. Dans de nom breux cas, on préfère utiliser la

transformation logistique. Plusieurs raisons motiv en t ce c hoix :

� d'un p oin t de vue n umérique, la transformation logistique est plus simple à manipuler (notam-

men t p our l'écriture des estimateurs du maxim um de vraisem blance, v oir section 2.1.1) ;

� on a une in terprétation claire des co e�cien ts en terme d'o dds ratio p our la transformation

logistique (v oir section 2.3).

� le mo dèle logistique est particulièremen t bien adapté à un sc héma d'éc han tillonnage rétrosp ectif

(v oir annexe A.2)

Nous nous fo caliserons dans la suite sur le mo dèle logistique. Les di�éren ts résultats obten us p our-

ron t s'étendre aux autres mo dèles GLM. Il est imp ortan t de connaître les notations des GLM

présen tées dans cette partie. C'est en e�et sous cette forme qu'elles son t présen tées dans la litté-

rature ainsi que dans la plupart des logiciels statistiques (par exemple sur R ).
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Chapitre 2

Analyse discriminan te logistique

Nous rapp elons que Y désigne une v ariable à expliquer binaire (qui prend 2 v aleurs 0 ou 1 p our

simpli�er) ou un lab el qui dénote l'appartenance à un group e et X 1; : : : ; X p désignen t p v ariables

explicativ es. On souhaite :

� expliquer la v ariable Y à l'aide des p v ariables explicativ es X = (1 ; X 1; : : : ; X p)0
;

� étan t donnée une nouv elle mesure x des p v ariables explicativ es, prédire le lab el y asso cié à cette

nouv elle observ ation.

Nous a v ons vu dans le c hapitre précéden t que le mo dèle logistique s'écrit

logit p(x) = � 0 + � 1x1 + : : : + � pxp = x0� (2.1)

où � = ( � 0; : : : ; � p)0
et x = (1 ; x1; : : : ; xp)0

. Nous nous p osons main tenan t le problème de l'es-

timation des paramètres � à partir d'un éc han tillon (x1; y1); : : : ; (xn ; yn ) . Les observ ations son t

supp osées indép endan tes. Nous distinguerons deux structures de données :

� les données individuel les : f (x i ; yi ); i = 1; : : : ; ng où les x i son t tous di�éren ts, on app elle design

l'ensem ble f x1; : : : ; xng ;

� les données r ép été es : f ((xt ; yit ); i = 1; : : : ; nt ); t = 1; : : : ; Tg. Il y a nt � 1 observ ations yit au

p oin t xt , le nom bre total d'observ ations est n =
P T

t=1 nt et le design est f (x1; n1); : : : ; (xT ; nT )g.

Les propriétés du mo dèle logistique son t très pro c hes p our ces deux t yp es de données. Certains

concepts tels que la forme de la vraisem blance où les tests d'adéquation par la déviance p euv en t

néanmoins légèremen t di�érer. Dans ce c hapitre, nous nous fo calisons sur le cas de données in-

dividuelles (qui est le cas le plus fréquen t). P our une étude plus approfondie du cas des données

rép étées, nous ren v o y ons le lecteur à l'annexe A.3 (p our l'écriture de la vraisem blance) ou aux

ouvrages de Hosmer & Lemesho w (2000) et Collet (2003).

2.1 Estimation des paramètres

2.1.1 Iden ti�abilité du mo dèle

T out comme p our le mo dèle linéaire, la première c hose à s'assurer lorsque l'on écrit un mo dèle

logistique est son iden ti�abilité. Dit brutalemen t, le mo dèle est dit iden ti�able si deux v ecteurs

des paramètres � 6= ~� dé�nissen t deux mo dèles di�éren ts. Le mo dèle logistique prop osan t une

mo délisation de la loi conditionnelle de YjX = x selon

logit p(x) = � 0 + � 1x1 + : : : + � pxp = x0�;
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14 Analyse discriminan te logistique

on dira que le mo dèle est iden ti�able si p our tout � 6= ~� il existe x tel que x0� 6= ~x0� . A�n de

p ouv oir estimer les paramètres, cette condition d'iden ti�abilité doit être élargie au design. Il faudra

donc que p our tout � 6= ~� , il existe un p oin t x i dans le design tel que x0
i � 6= ~x0

i � . Cette condition,

comme p our le mo dèle linéaire, équiv aut à rang (X ) = p + 1 . On supp osera par la suite que cette

condition est v éri�ée.

2.1.2 Equations du score

Nous allons utiliser l'éc han tillon (x1; y1); : : : ; (xn ; yn) p our estimer les paramètres � par la mé-

tho de du maxim um de vraisem blance (v oir annexe A.1). Cette métho de consiste à c herc her � =
(� 0; � 1; : : : ; � p) qui maximise la vraisem blance du mo dèle

nY

i =1

P(Y = yi jX = x i ):

Rapp elons que par dé�nition du mo dèle logistique YjX = x � Ber(p(x)) . P ar conséquen t :

nY

i =1

P(Y = yi jX = x i ) =
nY

i =1

pyi
i (1 � pi )1� yi

a v ec pi = P(Y = 1jX = x i ) . En passan t au log nous obtenons

L (� ) =
nX

i =1

f yi log(pi ) + (1 � yi ) log(1 � pi )g

=
nX

i =1

�
yi log

�
pi

1 � pi

�
+ log(1 � pi )

�
;

ou encore, d'après (2.1) ,

L (� ) =
nX

i =1

f yi x0
i � � log(1 + exp(x0

i � ))g: (2.2)

Le v ecteur gradien t au p oin t � dé�ni par

@L
@�

(� ) =
�

@L
@�0

(� ); : : : ;
@L
@�p

(� )
� 0

s'obtien t par dériv ation

@L
@�j

(� ) =
nX

i =1

�
yi x ij �

x ij exp(x0
i � )

1 + exp(x0
i � )

�

=
nX

i =1

[x ij (yi � pi )] :

Ce qui donne en écriture matricielle

@L
@�

(� ) =
nX

i =1

[x i (yi � pi )] :
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2.1 Estimation des paramètres 15

Une condition nécessaire d'optim um (sur Rp
) est l'ann ulation des dériv ées à l'optim um, nous

obtenons l'équation suiv an te (app elée équation du score) :

S(� ) =
@L
@�

(� ) =
nX

i =1

x0
i f yi � P(Y = 1jX = x i )g = X 0(Y � P) = 0 ; (2.3)

P est le v ecteur de dimension n des P(Y = 1jX = x i ) qui dép end de � . On note �̂ une solution

de S(� ) = 0 .

T rouv er explicitemen t �̂ n'est pas p ossible. En e�et, l'équation (2.3) se réécrit :

8
>>>>>>><

>>>>>>>:

x11y1 + : : : + xn1yn = x11
exp(� 1x11 + : : : + � px1p)

1 + exp(� 1x11 + : : : + � px1p)
+ : : : + xn1

exp(� 1xn1 + : : : + � pxnp)
1 + exp(� 1xn1 + : : : + � pxnp)

.

.

.

.

.

.

x1py1 + : : : + xnpyn = x1p
exp(� 1x11 + : : : + � px1p)

1 + exp(� 1x11 + : : : + � px1p)
+ : : : + xnp

exp(� 1xn1 + : : : + � pxnp)
1 + exp(� 1xn1 + : : : + � pxnp)

:

Ce système n'admet pas de solution analytique. Il existe une pro cédure sp éci�que dite IRLS (Itera-

tiv e Rew eigh ted Least Squares) qui p ermet de résoudre n umériquemen t ce système. Cette appro c he

est issue de la pro cédure de Newton-Raphson.

Dé�nition 2.1

L e nuage de p oints est dit :

� c omplètement sép ar able si 9� 2 Rp+1 : 8i tel que Yi = 1 on a x0
i � > 0 et 8i tel que Yi = 0 on a

x0
i � < 0 ;

� quasi-c omplètement sép ar able si 9� 2 Rp+1 : 8i tel que Yi = 1 on a x0
i � � 0, 8i tel que Yi = 0

on a x0
i � � 0 et f i : x0

i � = 0g 6= ; ;

� en r e c ouvr ement s'il n 'est ni c omplètement sép ar able ni quasi-c omplètement sép ar able (voir �gur e

2.1).

Fig. 2.1 � Exemple de sépa rabilité complète (gauche), quasi-complète (milieu) et de recouvrement

(droite).

La prop osition suiv an te assure la con v ergence de l'algorithme IRLS v ers la v aleur �̂ .
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16 Analyse discriminan te logistique

Prop osition 1 On supp ose que le nuage de p oints est en situation de r e c ouvr ement et que les x i

sont des r é alisations i.i.d. d'une loi à supp ort c omp act. A lors

1. L a lo g-vr aisemblanc e � ! L (� ) est strictement c onc ave : �̂ existe et est unique.

2. L a loi asymptotique de l'estimateur du maximum de vr aisemblanc e est donné e p ar

p
n(�̂ � � ) ! N (0; I (� )� 1);

où I (� ) est la matric e d'information de Fisher au p oint � :

I (� ) ij = � E
h @2

@�i @�j
LY (� )

i
;

LY (� ) désignant la lo g-vr aisemblanc e de � au p oint Y .

P our la preuv e de la conca vité, on p ourra se référer au p olycopié de Guy on (2005) ou à l'article de

Alb ert & Anderson (1984). La loi asymptotique découle de la théorie du maxim um de vraisem blance

(v oir annexe A.1). La conca vité a une conséquence n umérique imp ortan te puisqu'elle justi�e qu'un

algorithme itératif con v ergera bien v ers la v aleur de �̂ . Il n'y a donc pas de risque de con v erger

v ers un maxim um lo cal non global et la con v ergence de l'algorithme ne dép end pas du p oin t

d'initialisation de l'algorithme.

2.1.3 Rapp el sur l'algorithme de Newton-Raphson

La métho de de Newton-Raphson p ermet une résolution n umérique des équations du score. On

part tout d'ab ord d'une v aleur initiale arbitraire de � , notée � 0
. On note � 1 = � 0 + h une v aleur

candidate p our être solution de S(� ) = 0 , c'est-à-dire S(� 0 + h) = 0 . P ar un dév elopp emen t limité

à l'ordre un de la fonction S, on obtien t l'appro ximation suiv an te :

S(� 0 + h) ' S(� 0) + hS0(� 0):

Comme S(� 0 + h) = 0 , on obtien t p our h la v aleur suiv an te :

h = � [S0(� 0)]� 1 S(� 0):

Il vien t

� 1 = � 0 �
�

@2L
@�@�0

(� 0)
� � 1 @L

@�
(� 0):

Le pro cessus est ensuite itéré jusqu'à con v ergence. La pro cédure se résume de la manière suiv an te :

1. c hoix d'un p oin t de départ � 0
;

2. On construit � k+1
à partir de � k

� k+1 = � k + AkrLj � k ;

où rLj � k est le gradien t au p oin t � k
et Ak = � (r 2Lj � k )� 1

est la matrice de �pas� de

l'algorithme (l'in v erse du hessien de L au p oin t � k
).
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2.2 Dimensions explicativ es, v ariables explicativ es 17

Algorithme 1 maximisation de la vraisem blance

Require: � 0

k  1
rep eat

� k+1  � k + AkrL k

k  k + 1
un til � k+1 � � k

et/ou L (� k+1 ) � L (� k)

2.1.4 Calcul des estimateurs

Calculons la matrice hessienne r 2L =
�

@2L
@�r @�s

�

0� r;s � p

:

@2L
@�r @�s

(� ) = �
nX

i =1

xr
i x

s
i

exp(x0
i � )

(1 + exp(x0
i � ))2

= �
nX

i =1

xr
i x

s
i pi (1 � pi );

par conséquen t

r 2L (� ) =
@2L
@�2

= �
nX

i =1

x i x0
i P(Y = 1jX = x i )(1 � P(Y = 1jX = x i )) :

On note

� pk
i la probabilité P(Y = 1jX = x i ) estimée à l'étap e k de l'algorithme (elle dép end du v ecteur

� k
;

� P k
le v ecteur colonne de dimension n don t le i ème

élémen t est pk
i ;

� W k
la matrice diagonale diag (pk

i (1 � pk
i )) .

Il vien t

� (r 2Lj � k )� 1 = ( X 0W kX )� 1: (2.4)

Nous sommes main tenan t à même de calculer � k+1

� k+1 = � k + ( X 0W kX )� 1X 0(Y � P k)

= ( X 0W kX )� 1X 0W k(X � k + W k � 1
(Y � P k))

= ( X 0W kX )� 1X 0W kZ k ;

où Z k = X � k + W k � 1(Y � P k) . Cette équation est simplemen t une régression p ondérée du v ecteur

Z k
où les p oids W k

dép enden t de X et � k
. Les p oids son t donc réév alués à c haque étap e de l'algo-

rithme, une étap e étan t une simple régression p ondérée. Soit k?
la dernière étap e de l'algorithme,

on note W k?
= W ?

. On obtien t l'estimateur du maxim um de vraisem blance :

�̂ = ( X 0W k?
X )� 1X 0W k?

Z k?
= ( X 0W ?X )� 1X 0W ?Z k?

:

2.2 Dimensions explicativ es, v ariables explicativ es

Les remarques form ulées dans cette partie s'appliquen t dans la plupart des mo dèles de régres-

sion (mo dèles linéaires et d'analyse de v ariance par exemple). P our plus de détails, on p ourra se

rapp orter aux ouvrages de Dro esb ek e et al (2007) et Cornillon & Matzner-Løb er (2007).
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18 Analyse discriminan te logistique

Suiv an t la nature d'une v ariable explicativ e, le nom bre de dimensions explicativ es du mo dèle p eut

v arier. Plus précisémen t, on dira que la dimension explicativ e du mo dèle est égale au nom bre de

colonnes de la matrice du design X utilisée dans l'algorithme d'estimation des paramètres (v oir

section 2.1.1). Elle est obten ue en somman t les dimensions explicativ es asso ciées aux di�éren tes

v ariables explicativ es du mo dèle, lesquelles v arien t suiv an t le nature de la v ariable explicativ e. Nous

étudions dans cette partie les dimensions explicativ es p our des v ariables explicativ es quan titativ es

et qualitativ es. Les in teractions seron t égalemen t ab ordées.

2.2.1 V ariable explicativ e quan titativ e

Si on disp ose d'une seule v ariable explicativ e X quan titativ e (non regroup ée en classe) le mo dèle

s'écrit

logit p(x) = � 0 + � 1x:

Un seul co e�cien t ( � 1 ) est alloué à X , cette v ariable est représen tée par une seule colonne dans la

matrice du design X . Sa dimension est donc égale à 1.

2.2.2 V ariable explicativ e qualitativ e

T out comme p our le mo dèle d'analyse de v ariance, une v ariable qualitativ e est représen tée par

les indicatrices asso ciées aux di�éren tes mo dalités. Considérons un mo dèle où la seule v ariable

explicativ e est le sexe :

logit (P(Y = 1jX = x)) = � 0 + � F 1F (x) + � H 1H (x); (2.5)

mais aussi

logit (P(Y = 1jX = x)) = ( � 0 + � F ) + ( � H � � F )1H (x):

Il y a une in�nité d'écritures p ossibles... Le mo dèle (2.5) corresp ond à une matrice du design X
à trois colonnes où la première colonne est une colonne de 1 et les deux dernières son t obten ues

en e�ectuan t un co dage disjonctif complet p our c haque individu (le i ème

terme de la 2ème

(resp.

3ème

) colonne v aut 1 si le i ème

individu de l'éc han tillon est une femme (resp. un homme)). P ar

conséquen t, la somme des deuxième et troisième colonne v aut 1 ce qui rend l'estimation imp ossible

puisque la matrice X n'est pas de plein rang ( X 0WX n'est pas in v ersible et le mo dèle n'est donc

pas iden ti�able). Une solution p our pallier à cette di�culté consiste à mettre une con train te sur

les co e�cien ts � H et � F . La solution souv en t utilisée par les logiciels est de supprimer une des

colonnes de la matrice X , ce qui revien t à considérer que le co e�cien t de la mo dalité asso ciée à

cette colonne est n ul. Cette mo dalité est prise comme mo dalité de référence par rapp ort à laquelle

on mesure des déviations. Le c hoix de cette mo dalité n'a bien en tendu pas d'in�uence sur le mo dèle.

Il en a cep endan t une sur la v aleur des co e�cien ts estimés ainsi que sur leurs écarts t yp es. Ainsi le

nom bre de co e�cien ts signi�cativ emen t di�éren ts de 0 p eut c hanger suiv an t le c hoix de la mo dalité

de référence. Ceci mon tre clairemen t que, p our juger l'app ort d'une v ariable qualitativ e, il n'est

pas p ertinen t d'utiliser les tests de signi�cativité des co e�cien ts. Il sera préférable de réaliser un

test en tre mo dèles em b oîtés (v oir page 32).

Exemple 2.1

Considérons le cas d'une v ariable explicativ e à trois niv eaux g1; g2; g3 . Les observ ations son t récol-

tées dans les tableaux suiv an ts (équiv alen ts)
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2.2 Dimensions explicativ es, v ariables explicativ es 19

observ ation X Y
1 g1 1

2 g2 1

3 g3 1

4 g1 1

5 g2 0

6 g1 0

X # f Y = 1g # f Y = 0g

g1 2 1

g2 1 1

g3 1 0

On e�ectue une régression logistique sur R :

> X <- factor ( c ("g1","g2","g3" ," g1 "," g2 ", "g1 ") )

> Y <- factor ( c (1,1,1,1,0,0))

> model <- glm(Y~X,family=bi no mi al)

> model

Call: glm(formula = Y ~ X, family = binomial)

Coefficients:

(Intercept) Xg2 Xg3

0.6931 -0.6931 17.8729

Degrees of Freedom: 5 Total (i.e. Null); 3 Residual

Null Deviance: 7.638

Residual Deviance: 6.592 AIC: 12.59

La mo dalité g1 est ici prise comme mo dalité de référence. Le mo dèle estimé s'écrit donc :

logit P̂ (Y = 1jX = gj ) =

8
<

:

0:6931 si j = 1
0 si j = 2
0:6931 + 17:8729 = 18:566 si j = 3:

ou encore

P̂(Y = 1jX = gj ) =

8
><

>:

exp(0:6931)
1+exp(0 :6391) = 2=3 si j = 1
1=2 si j = 2

exp(18:566)
1+exp(18 :566) = 1:0000 si j = 3:

(2.6)

Changer la con train te ne mo di�e le mo dèle en lui même. Prenons par exemple, la mo dalité g2

comme mo dalité de référence :

> model1 <- glm (Y~ C (X,base=3),family=binomial)

> model1

Call: glm(formula = Y ~ C(X, base = 3), family = binomial)

Coefficients:

(Intercept) C(X, base = 3)1 C(X, base = 3)2

18.57 -17.87 -18.57

Degrees of Freedom: 5 Total (i.e. Null); 3 Residual

Null Deviance: 7.638

Residual Deviance: 6.592 AIC: 12.59

Il est par exemple facile de v éri�er que les probabilités P(Y = 1jX = gj ); j = 1; 2; 3 son t iden tiques

à celles de (2.6).
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2.2.3 In teractions

T out comme en analyse de la v ariance, on ne p eut se con ten ter de mo dèles puremen t additifs.

Reprenons l'exemple dév elopp é dans Dro esb ek e et al (2007) (page 122). Nous considérons le cas

où la v ariable Y représen te le fait de faire (co dé 1) ou non (co dé 0) de la couture. On disp ose de

deux v ariables explicativ es : l' age et le sexe . Le mo dèle �puremen t� additif s'écrit :

logit p(x) = � 0 + � 1 age + � 21 femme

;

la mo dalité homme a été c hoisie comme mo dalité de référence. Une telle écriture revien t à supp oser

que les p en tes son t iden tiques p our les hommes et les femmes (v oir Figure 2.2).

PSfrag replacemen ts

Hommes

F emmes

age

Fig. 2.2 � Mo dèle additif.

PSfrag replacemen ts

Hommes

F emmes

age

Fig. 2.3 � Mo dèle avec interaction.

Sac han t que les hommes fon t très raremen t de la couture, il parait préférable de p ouv oir utiliser

un mo dèle du genre (v oir Figure 2.3) :

logit p(x) = � 0 + � 1 age + � 21
femme

+ � 3 age 1
femme

:

Ce mo dèle revien t à considérer l'in teraction en tre les v ariables age et sexe . On rapp elle que

deux v ariables in teragissen t si l'e�et de l'une sur Y di�ère suiv an t les v aleurs de l'autre. Bien

en tendu, l'a jout d'une in teraction augmen te la dimension explicativ e du mo dèle. Le nom bre de

comp osan tes supplémen taires s'obtien t en faisan t le pro duit du nom bre de dimensions des v ariables

qui in teragissen t (ici les v ariables sexe et age son t de dimension 1, on ra joute donc une dimension).

2.3 In terprétation des co e�cien ts �

Nous a v ons représen té sur la Figure 2.4 plusieurs représen tations de la fonction x 7! exp(x� )
1+exp( x� ) selon

di�éren tes v aleurs du paramètre � . On remarque que :

� p our de faibles v aleurs de � on a une large plage de v aleurs de x p our lesquelles la fonction se

situe aux alen tours de 0.5 (la fonction est même constan te (0.5) dans le cas extrême � = 0 ).

P our ces v aleurs P(Y = 1jX = x) sera pro c he de 0.5 et on p eut donc p enser qu'il sera di�cile

de discriminer ;

� lorsque � augmen te, la zone où la fonction est pro c he de 0.5 dimin ue et la fonction est pro c he

de 0 ou 1 p our un grand nom bre de v aleurs de x . P ar conséquen t, P(Y = 1jX = x) sera souv en t

pro c he de 1 ou 0, ce qui risque de minimiser d'év en tuelles erreurs de prédictions.

On p eut in terpréter ainsi : plus � est gr and, mieux on discrimine . Cep endan t une telle in terpré-

tation dép end des v aleurs que x prend (de son éc helle). C'est p ourquoi en général l'in terprétation
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Fig. 2.4 � P(Y = 1jX = x) p our di�érentes valeurs de � .

des co e�cien ts � s'e�ectue en terme d' o dds r atio . Les o dds ratio son t des outils souv en t appréciés

dans le domaine de l'épidémiologie (mais pas toujours bien utilisés !).

Les o dds ratio serv en t à mesurer l'e�et d'une v ariable con tin ue ou le con traste en tre les e�ets

d'une v ariable qualitativ e. L'idée générale est de raisonner en terme de probabilités ou de rapp ort

de cotes (o dds). Si on a, par exemple, une probabilité p = 1=4 de gagner à un jeu, cela signi�e

que sur 4 p ersonnes une gagne et les trois autres p erden t, soit un rapp ort de 1 gagnan t sur trois

p erdan ts, c'est-à-dire p=(1 � p) = 1 =3. Ce rapp ort p=(1 � p) v arie en tre 0 (0 gagnan t) et l'in�ni

(que des gagnan ts) en passan t par 1 (un gagnan t p our un p erdan t).

Dé�nition 2.2

L'o dds (chanc e) p our un individu x d'obtenir la r ép onse Y = 1 est dé�ni p ar :

o dds (x) =
p(x)

1 � p(x)
; où p(x) = P(Y = 1jX = x):

L'o dds r atio (r app ort des chanc es) entr e deux individus x et ~x est

OR (x; ~x) =
o dds (x)
o dds (~x)

=
p(x)

1� p(x)
p(~x)

1� p(~x)

:

Les o dds ratio p euv en t être utilisés de plusieurs manières :

1. Comparaison de probabilités de succès en tre deux individus (v oir T ableau 2.1) ;

2. In terprétation en terme de risque relatif : dans le cas où p(x) et p(~x) son t très p etits

par rapp ort à 1, comme dans le cas d'une maladie très rare, alors on p eut appro ximer l'o dd-

ratio comme OR(x; ~x) � p(x)=p(~x) et in terpréter simplemen t. P ar exemple si OR(x; ~x) = 4
alors la rép onse (maladie) est 4 fois plus probable dans le cas où X = x que dans le cas où

X = ~x .

R é gr ession sur variables c até goriel les L aur ent R ouvièr e



22 Analyse discriminan te logistique

OR(x; ~x) > 1 () p(x) > p(~x)
OR(x; ~x) = 1 () p(x) = p(~x)
OR(x; ~x) < 1 () p(x) < p(~x)

T ab. 2.1 � Règles d'interp rétation des o dds ratio.

3. Mesure de l'impact d'une v ariable : p our le mo dèle logistique

logit p(x) = � 0 + � 1x1 + : : : + � pxp;

il est facile de v éri�er que

OR (x; ~x) = exp( � 1(x1 � ~x1)) : : : exp(� p(xp � ~xp)) :

P our étudier l'in�uence d'une v ariable sur l'o dds ratio, il su�t de considérer deux observ ation

x et ~x qui di�èren t uniquemen t par la j ème

v ariable. On obtien t alors

OR (x; ~x) = exp( � j (x j � ~x j )) :

Ainsi une v ariation de la j ème

v ariable d'une unité (sur l'éc helle de cette v ariable) corresp ond à

un o dds ratio exp(� j ) qui est uniquemen t fonction du co e�cien t � j . Le co e�cien t � j p ermet

de mesurer l'in�uence de la j ème

v ariable sur le rapp ort p(x)=(1 � p(x)) lorsque x j v arie

d'une unité, et ceux indép endammen t de la v aleur de x j . Une telle analyse p eut se rév éler

in téressan te p our étudier l'in�uence d'un c hangemen t d'état d'une v ariable qualitativ e.

Exemple 2.2

Considérons l'exemple où l'on souhaite expliquer le fait d'a v oir une men tion au bac par la mo y enne

en math sur les deux premiers trimestres. On note

� Y la v ariable aléatoire qui prend p our v aleur 1 si l'individu a obten u une men tion, 0 sinon ;

� X 1 la mo y enne de l'individu en question au cours des deux premiers trimestres.

Le mo dèle logistique s'écrit

logit p(x) = � 0 + � 1x1:

On trouv e une estimation de � 1 égale à log 2. P our une note x1 �xée, le mo dèle donne p(x) = 1 =4
(on rapp elle que x = (1 ; x1) ). On a donc o dds (x) = 1 =3 soit un rapp ort d'une men tion p our 3

non men tion (p our la note x1 ). Si on considère des individu a y an t obten u la note x1 + 1 , il faut

m ultiplier l'o dds par 2 : o dds (~x) = 2 =3 a v ec ~x = (1 ; x1 + 1) .

2.4 Précision des estimations et tests

2.4.1 Loi asymptotique

Nous a v ons obten u dans la prop osition 1 le comp ortemen t asymptotique de l'estimateur du maxi-

m um de vraisem blance �̂ : p
n(�̂ � � ) ! N (0; I (� )� 1);

où I (� ) est la matrice d'information de Fisher au p oin t � :

I (� ) ij = � E
h @2

@�i @�j
LY (� )

i
;
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et LY (� ) désigne la log-vraisem blance de � au p oin t Y . Un tel résultat n'est pas utilisable tel quel

puisque la matrice I (� ) est inconn ue. Dans la pratique, cette matrice est estimée comme suit :

Î (� ) ij = �
1
n

nX

k=1

@2

@�i @�j
LYi (� ) = �

1
n

@2

@�i @�j

nX

k=1

LYi (� ) = �
1
n

@2

@�i @�j
L (� );

où L (� ) est dé�ni par (2.2). � étan t inconn u, l'estimateur de la matrice d'information de Fisher

est donné par :

Î (�̂ ) =
1
n

(X 0W ?X ):

2.4.2 In terv alles de con�ance

On déduit du paragraphe précéden t qu'un estimateur de la v ariance de �̂ j est donné par le j ème

terme de la diagonale de (X 0W ?X )� 1
. Notons �̂ 2

j cet estimateur. On déduit que �̂ j =�̂ j suit asymp-

totiquemen t une loi N (� j ; 1). Un in terv alle de con�ance de niv eau 1 � � p our � j est donc donné

par

IC � (� j ) =
h
�̂ j � u1� �= 2�̂ j ; �̂ j + u1� �= 2�̂ j

i
;

où u1� �= 2 représen te le quan tile de niv eau (1 � �= 2) de la loi normale N (0; 1).

La v alidité de ces in terv alles est toute relativ e puisqu'il s'agit d'une appro ximation v alable asymp-

totiquemen t. Il est toujours p ossible de compléter cette étude par un b o otstrap a�n d'obtenir

d'autres in terv alles de con�ance dans le cas ou ceux-ci son t particulièremen t imp ortan ts. Cela dit,

en pratique, on se con ten te de l'in terv alle de con�ance bâti grâce à la matrice d'information de

Fisher.

2.4.3 T ests de n ullité de q co e�cien ts libres

La théorie du maxim um de vraisem blance nous donnan t la loi (asymptotique) des estimateurs,

il est p ossible de tester la signi�cativité des v ariables explicativ es. P our cela, trois tests son t

généralemen t utilisés :

� Le test de W ald ;

� Le test du score ;

� Le test du rapp ort de vraisem blance ou de la déviance.

Les h yp othèses s'écriv en t :

H0 : � j 1 = � j 2 = : : : = � j q = 0 con tre H1 : 9k 2 f 1; : : : ; qg : � j k 6= 0:

Sous H0 les trois statistiques de test suiv an tes suiv en t asymptotiquemen t une loi du � 2
à q degrés

de lib erté :

� Statistique du test de W ald :

(Q�̂ )0(QÎ � 1
n (�̂ )Q0)� 1Q�̂;

où Î n (�̂ ) = nÎ (�̂ ) et Q est la matrice q � (p + 1) telle que Q� = ( � j 1; : : : ; � jq )0:
� Statistique du score :

S(�̂ H 0 )
0Î � 1

0 (�̂ H 0 )S(�̂ H 0 );

où S est la fonction de score dé�nie par 2.3 (page 15) et Î � 1
0 (�̂ H 0 ) et �̂ H 0 son t resp ectiv emen t

les estimateurs de n fois la matrice d'information de Fisher et du maxim um de vraisem blance

sous la con train te H0 .
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24 Analyse discriminan te logistique

� Statistique de la déviance :

� 2[L (�̂ H 0 ) � L (�̂ )]:

H0 est rejeté au pro�t de H1 dès que ces statistiques dépassen t le fractile d'ordre 1� � de la loi du

� 2
à q degrés de lib erté. La �gure 2.5 p ermet de visualiser les trois tests. Le test du score revien t

à tester que la p en te en � H 0 ( � sous H0 ) est n ulle, le test de W ald que l'écart en tre �̂ et � H 0 est

n ul et le test du rapp ort de vraisem blance que l'écart en tre les vraisem blances de ces deux p oin ts

est n ul.

PSfrag replacemen ts

�� 0 �̂

`

`0

`max

T est du rapp ort des vraisem blances

T est du score

T est de W ald

Log-vraisem blance

Fig. 2.5 � Rapp o rt de vraisemblance, sco re, test de W ald.

Remarque

� La PROC LOGISTIC sous SAS réalise les trois tests p our H0 : � 1 = � 2 = : : : = � p = 0 .

� P our les tests �v ariable par v ariable� ou paramètre par paramètre

H0 : � j = 0 con tre H1 : � j 6= 0;

la PROC LOGISTIC utilise le test de W ald.

2.5 Un exemple a v ec R

Le traitemen t du cancer de la prostate c hange si le cancer a attein t ou non les nø euds lymphatiques

en touran t la prostate. P our éviter une in v estigation lourde (ouv erture de la ca vité ab dominale) un

certain nom bre de v ariables son t considérées comme explicativ e de la v ariable Y binaire : Y = 0
le cancer n'a pas attein t le réseau lymphatique, Y = 1 le cancer a attein t le réseau lymphatique.

Le but est d'expliquer Y par les v ariables suiv an tes :

� âge du patien t au momen t du diagnostic : age ;

� le niv eau d'acide phosphatase sérique : acide ;

� Le résultat d'une analyse par ra y on X, 0= négatif, 1=p ositif : rayonx ;

� La taille de la tumeur, 0=p etite, 1=grande : taille ;
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� L'état pathologique de la tumeur déterminée par biopsie (0=mo y en, 1=gra v e) : grade ;

� Le logarithme nép érien du niv eau d'acidité : log.acid .

age acide rayonx taille grade log.acid.

1 66 0.48 0 0 0 -0.73396918

2 68 0.56 0 0 0 -0.57981850

3 66 0.50 0 0 0 -0.69314718

4 56 0.52 0 0 0 -0.65392647

5 58 0.50 0 0 0 -0.69314718

6 60 0.49 0 0 0 -0.71334989

7 65 0.46 1 0 0 -0.77652879

8 60 0.62 1 0 0 -0.47803580

9 50 0.56 0 0 1 -0.57981850

10 49 0.55 1 0 0 -0.59783700

T ab. 2.2 � Rep résentation des dix p remiers individus.

2.5.1 Mo dèles �simples�

Nous sommes en présence de 6 v ariables explicativ es X 1; : : : ; X 6 a v ec :

� X 1 , X 2 et X 6 quan titativ es ;

� X 3 , X 4 et X 5 qualitativ es (2 niv eaux p our c hacune).

Premier mo dèle

Considérons tout d'ab ord les trois v ariables explicativ es qualitativ es X = ( X 3; X 4; X 5) :

logit P(Y = 1jX = x) = � 0 + � 31f x 3=1 g + � 41f x 4=1 g + � 51f x 5=1 g:

Ce mo dèle p ossède 4 paramètres. Les sorties du logiciel R son t :

> model_quali<- glm (Y ~ra yo nx+ ta il le+ gr ad e,d at a= don ne es ,fa mi ly= bi no mia l)

> model_quali

Call: glm(formula = Y ~ rayonx + taille + grade, family = binomial, data = donnees)

Coefficients:

(Intercept) rayonx1 taille1 grade1

-2.1455 2.0731 1.4097 0.5499

Degrees of Freedom: 52 Total (i.e. Null); 49 Residual

Null Deviance: 70.25

Residual Deviance: 52.78 AIC: 60.78

Si par exemple (x3; x4; x5) = (1 ; 0; 1), on aura alors :

logit P̂(Y = 1jX = x) = �̂ 0 + �̂ 3 + �̂ 5 = � 2:1455 + 2:0731 + 0:5499 = 0:4785

et

P̂ (Y = 1jX = x) =
exp(0:4785)

1 + exp(0:4785)
= 0:6174:

Ainsi, dans un con texte de prévision, nous assignerons le lab el 1 à la nouv elle observ ation x .
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Deuxième mo dèle

Considérons main tenan t le mo dèle uniquemen t comp osé de v ariables quan titativ es,

logit P(Y = 1jX = x) = � 0 + � 1x1 + � 2x2 + � 6x6:

> model_quanti<- g lm (Y~ ag e+ aci de +l og. ac id. ,d at a=d on ne es, fa mi ly= bi no mia l)

> model_quanti

Call: glm(formula = Y ~ age + acide + log.acid., family = binomial, data = donnees)

Coefficients:

(Intercept) age acide log.acid.

12.34700 -0.02805 -9.96499 10.54332

Degrees of Freedom: 52 Total (i.e. Null); 49 Residual

Null Deviance: 70.25

Residual Deviance: 59.95 AIC: 67.95

T roisième mo dèle

Le mo dèle �complet� à 6 v ariables s'écrit

logit P(Y = 1jX = x) = � 0 + � 1x1 + � 2x2 + � 31f x 3=1 g + � 41f x 4=1 g + � 51f x 5=1 g + � 6x6:

> model_complet<- glm (Y ~. ,d ata =d on nee s, fam il y= bin om ia l)

> model_complet

Call: glm(formula = Y ~ ., family = binomial, data = donnees)

Coefficients:

(Intercept) age acide rayonx1 taille1 grade1

10.08672 -0.04289 -8.48006 2.06673 1.38415 0.85376

log.acid.

9.60912

Degrees of Freedom: 52 Total (i.e. Null); 46 Residual

Null Deviance: 70.25

Residual Deviance: 44.77 AIC: 58.77

2.5.2 Encore d'autres mo dèles...

Comme dans le cas du mo dèle �linéaire� on p eut égalemen t considérer des inter actions en tre les

v ariables explicativ es. On dit qu'il y a in teraction en tre deux v ariables F 1 et F 2 sur une v ariable

Y si l'e�et de l'une des v ariables di�ère selon la mo dalité de l'autre. Remarquons que cette notion

n'a rien à v oir a v ec celle de corrélation qui ne concerne que deux v ariables alors que l'in teraction

met en jeu une troisième v ariable Y .

Exemple 2.3 (Construction d'in teraction)

On s'in téresse à l'e�et de deux traitemen ts X 1 et X 2 sur le rh ume. Le traitemen t X 1 consiste à

prendre à in terv alle de temps réguliers deux v erres de cognac et X 2 représen te un traitemen t aux

an tibiotiques (il n'est pas di�cile de comprendre l'in térêt d'en visager une in teraction). La v ariable

rép onse Y corresp ond à l'état du patien t (1 si malade, 0 si b onne san té). N'a y an t pas encore trouv é

su�sammen t de v olon taires p our réaliser l'étude, on sim ule un éc han tillon suiv an t le mo dèle
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0 1

0 B(0:95) B(0:05)
1 B(0:05) B(0:95)

T ab. 2.3 � Loi de Y ( B désigne la loi de Bernoulli).

1. deux facteurs X 1 et X 2 à deux niv eaux équiprobables ;

2. la loi de Y conditionnellemen t à X 1 et X 2 est donnée dans le tableau 2.3.

On estime les p ourcen tages de mal classés sur un éc han tillon indép endan t (v oir section 3.1.4) et

on rep orte dans le tableau suiv an t les p ourcen tages de mal classés p our les mo dèles sans et a v ec

in teraction. Nous v o y ons l'in térêt d'inclure une in teraction p our cet exemple.

Sans 0.54

A v ec 0.065

T ab. 2.4 � P ourcentages de mal classés.

P our l'exemple du cancer de la prostate, le mo dèle a v ec toutes les in teractions d'ordre 2 s'écrit :

> model_inter<- glm (Y ~.^ 2, dat a= do nne es ,f ami ly =b ino mi al )

Warning message:

des probabilités ont été ajustées numériquement à 0 ou 1 in: glm.fit(x = X, y = Y,

weights = weights, start = start, etastart = etastart,

> model_inter

Call: glm(formula = Y ~ .^2, family = binomial, data = donnees)

Coefficients:

(Intercept) age acide rayonx1

2.843e+17 -4.229e+15 -3.117e+17 -5.453e+16

taille1 grade1 log.acid. age:acide

2.516e+16 -5.778e+15 2.026e+17 4.665e+15

age:rayonx1 age:taille1 age:grade1 age:log.acid.

2.077e+13 -5.245e+13 -1.670e+14 -2.869e+15

acide:rayonx1 acide:taille1 acide:grade1 acide:log.acid.

5.572e+16 -2.420e+16 2.336e+16 -5.687e+15

rayonx1:taille1 rayonx1:grade1 rayonx1:log.acid . taille1:grade1

1.129e+15 -1.176e+15 -4.004e+16 -5.496e+15

taille1:log.acid . grade1:log.acid.

8.625e+15 -1.228e+16

Degrees of Freedom: 52 Total (i.e. Null); 31 Residual

Null Deviance: 70.25

Residual Deviance: 504.6 AIC: 548.6

On p eut v éri�er que ce mo dèle nécessite l'estimation de 22 paramètres ( 1 + 6 +
� 6

2

�
). Bien en tendu,

d'autres sous-mo dèles a v ec in teractions p euv en t être utilisés. De plus, nous p ouv ons nous demander

si toutes les v ariables son t bien explicativ es ? Dés lors, des métho des sélection et v alidation de

mo dèles doiv en t être en visagées.

R é gr ession sur variables c até goriel les L aur ent R ouvièr e





Chapitre 3

Sélection et v alidation de mo dèles

Ce c hapitre se divise en deux parties :

1. Sélection : Etan t donnés M mo dèles M 1; : : :M M , commen t c hoisir le �meilleur� à partir

de l'éc han tillon don t on disp ose.

2. V alidation : Est-ce que le mo dèle sélectionné est b on ? En statistique cette question p eut

être ab ordée de di�éren tes façons :

� Est-ce que la qualité d'a justemen t globale est satisfaisan te : le mo dèle décrit-il bien les

v aleurs observ ées ?

� Ce t yp e de question fait l'ob jet des tests d'a justemen t ou d'adéquation (go o dness of �t).

� L'a justemen t p eut être aussi regardé observ ation par observ ation (individus ab erran ts)

par des métho des graphiques (analyse des résidus) ou analytiques.

� Est-ce que les h yp othèses son t v éri�ées ? Les métho des son t essen tiellemen t graphiques

(analyse des résidus).

� L'in�uence des observ ations sur l'estimation des paramètres p eut être aussi en visagée (dis-

tance de Co ok, robustesse).

Dans ce c hapitre nous allons traiter ces questions à tra v ers l'exemple du mo dèle logistique. L'en-

sem ble des métho des présen tées p eut s'étendre à d'autres problématiques de sélection-v alidation

de mo dèles.

3.1 Sélection ou c hoix de mo dèle

Si on se restrein t à des mo dèles logistiques, sélectionner un mo dèle revien t à c hoisir les v ariables

(in teractions inclues) qui v on t constituer le mo dèle.

3.1.1 Un outil sp éci�que : la déviance

Il est di�cile de se faire une idée sur l'a justemen t en se basan t sur la v aleur vraisem blance puis-

qu'elle dép end (en tre autres) de la taille de l'éc han tillon. P our la régression logistique, un outil

sp éci�que est in tro duit : la déviance. Elle compare la vraisem blance obten ue à celle d'un mo dèle

de référence : le mo dèle c omplet (ou mo dèle satur é ). Ce mo dèle p ossède autan t de paramètres que

de p oin ts du design et v éri�e :

� P sat (Y = yi jX = x i ) = 1 si on est en présence de données individuelles.

� P sat (Y = yi jX = x i ) = �yt où �yt = st=nt , st désignan t le nom bre de succès au p oin t xt et nt le

nom bre de rép étitions au p oin t xt , si on est en présence de données rép étées.
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Ce mo dèle est le mo dèle le plus complexe (en terme de nom bre de co e�cien ts) puisqu'il prop ose

un co e�cien t di�éren t p our c haque p oin t du design. T ous les autres mo dèles son t em b oîtés dans

celui-ci.

La déviance est dé�nie par :

D = 2 ( L satur�e � L (� )) � 0:

La déviance est égale à 2 fois une di�érence de log-vraisem blance. Elle constitue un écart en terme

de log-vraisem blance en tre le mo dèle saturé d'a justemen t maxim um et le mo dèle considéré.

-

Ajustemen t

parfait

0 Déviance

b on mo y en mauv ais Qualité d'a justemen t

On rapp elle que p our des données individuelles la log-vraisem blance s'écrit

L (� ) = log

(
nY

i =1

P(Y = yi jX = x i )

)

=
nX

i =1

yi log(pi ) + (1 � yi ) log(1 � pi ):

P our le mo dèle saturé, il n'existe aucune incertitude et la probabilité estimée par le mo dèle au

p oin t X = x i est donc 1 p our le group e observ é et 0 sinon :

P(Y = j jX = x i ) =
�

1 si yi = j
0 sinon.

ou encore P(Y = yi jX = x i ) = 1 :

P ar conséquen t L satur�e = 0 et la déviance est égale à deux fois l'opp osé de la log-vraisem blance.

Remarque

Si main tenan t plusieurs observ ations son t e�ectuées à certains p oin ts du design (v oir annexe A.3),

la log-vraisem blance du mo dèle logistique s'écrit :

L (� ) =
TX

t=1

log
�

nt

st

�
+

TX

t=1

nt f �yt log(p(xt )) + (1 � �yt ) log(1 � p(xt ))g

où nt et st désignen t resp ectiv emen t le nom bres d'observ ations et de succès au p oin t x i . Le mo dèle

saturé v éri�an t

P(Y = 1jX = xt ) = �yt ; où �yt = st=nt ;

on déduit

L satur�e =
TX

t=1

log
�

nt

st

�
+

TX

t=1

nt f �yt log(�yt ) + (1 � �yt ) log(1 � �yt )g

La déviance est donc égale à

D = 2
TX

t=1

nt

�
�yt log

�yt

p(xt )
+ (1 � �yt ) log

1 � �yt

1 � p(xt )
)
�

:
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Exemple 3.1 (calcul de déviance)

Considérons l'exemple du cancer de la prostate et calculons d'ab ord la déviance p our le mo dèle

Y~age+acide . Nous somme ici en présence de données individuelles, on obtien t la déviance via les

commandes :

> mod1 <- glm (Y~age+acide,data=donnees,family=bi nomi al) #construction du modele

> #calcul de la vraisemblance

> prev <- mod1$fitted.values #on obtient les pi

> vrais <- rep (0, nro w (donnees))

> vrais[donnees$Y==1] <- prev[donnees$Y==1]

> vrais[donnees$Y==0] <- 1-prev[donnees$Y==0]

> vrais <- pro d (vrais) #vrais est la vraisemblance du modele

> dev <- -2* log (vrais) #pour ce modele, il n'y a pas de repetitions aux points du

design, donc Lsat=0

> dev

[1] 65.72393

Bien en tendu, le logiciel p eut retourner directemen t la v aleur de la déviance

> mod1$deviance

[1] 65.72393

Si main tenan t on considère le mo dèle Y~age+taille , nous somme en présence de données rép étées.

Les données se trouv en t dans le �c hier �donnees_bin_age_taille.tx t� don t v oici les premières

lignes :

"age" "taille" "Y1" "Y0"

49 "0" 0 1

50 "0" 1 0

51 "0" 0 2

52 "0" 0 1

56 "0" 1 3

58 "0" 0 2

Les deux premières colonnes représen ten t les v aleurs des v ariables explicativ es. On retrouv e ensuite

(colonne Y1 ) le nom bre de rép onses Y=1 et (colonne Y0 ) le nom bre de rép onses Y=0 . Le mo dèle est

construit via la commande :

> donnees1 <- read.table ("donnees_bin_age_taill e.tx t",h eade r=T)

> model1<- glm ( cbind (Y1,Y0)~age+taille,data =don nees 1,fa mil y=bi nomi al)

La déviance se calcule comme suit

> prev <- model1$fitted #calcul des pi

> ni <- apply (donnees1[,3:4],1,sum)

> ti <- donnees1$Y1

> ybi <- donnees1$Y1/ni

> #calcul des termes combinatoires (facultatif)

> vect_comb <- rep (0, nro w (donnees1))

> for (i in 1: nro w (donnees1)){
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+ vect_comb[i]<- log ( pro d (1:ni[i])/( max ( c ( pro d (1:ti[i]),1))*

max ( c ( pro d (1:(ni[i]-ti[i])),1)) ))}

> vect <- ni*(ybi* log (prev)+(1-ybi)* log (1-prev))

> vrais_model1 <- sum (vect_comb+vect) #log_vraisemblance du modele

> #modele sature

> vect_sat <- ni*(ybi* log (ybi)+(1-ybi)* log (1-ybi))

> vect_sat[ is.na (vect_sat)] <- 0

> vrais_modelsat <- sum (vect_comb+vect_sat)

> #on deduit la deviance

> 2*(vrais_modelsat-vrais_mo del1 )

[1] 37.15260

On retrouv e cette v aleur directemen t

> model1$deviance

[1] 37.15260

3.1.2 T est de déviance en tre 2 mo dèles em b oîtés

Rapp elons que par dé�nition un mo dèle est em b oîté dans un autre plus général (ou plus grand)

lorsqu'il est un cas particulier de ce mo dèle plus général.

Exemple 3.2

Dans le cas de la régression simple, le mo dèle

y = � 0 + � 1x1 + ";

est un cas particulier du mo dèle

y = � 0 + � 1x1 + � 2x2 + ":

En e�et il su�t de p oser que � 2 = 0 dans le second mo dèle p our retrouv er le premier.

Exemple 3.3

On a la même notion de mo dèles em b oîtés p our la régression logistique. P ar exemple, les mo dèles

logit (P(Y = 1jX = x)) = � 0 + � 1x1 + � 2x2

et

logit (P(Y = 1jX = x)) = � 0 + � 1x1 + � 2x2 + � 3x3

son t em b oîtés l'un dans l'autre.

P our comparer deux mo dèles em b oîtés M 1 � M 2 , nous allons comparer leur déviance D1 et D2 .

On a alors deux cas :

� La di�érence est grande ! le fait de passer d'un mo dèle simple (p etit) à un mo dèle plus complexe

(plus général ou plus grand) a donc app orté un écart de déviance signi�catif ! le mo dèle plus

général est acceptable.

� La di�érence est faible ! le mo dèle simple et celui plus complexe son t v oisins et par souci de

parcimonie le mo dèle simple est conserv é.
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Il nous faut bien en tendu déterminer un seuil à partir duquel on p ourra dire que la di�érence de

déviance est p etite ou grande. P our ce faire, on construit un test dans lequel nous allons c herc her

la loi de la di�érence de déviance sous H0 (l'h yp othèse selon laquelle le mo dèle simple est vrai).

Comparer les déviances des deux mo dèles candidats revien t à comparer leurs vraisem blances. P ar

suite, sous les mêmes h yp othèses que celles de la prop osition 1, � D = D1 � D2 = Dpetit � Dgrand

suit asymptotiquemen t une loi du � 2
à p2 � p1 degrés de lib erté où p1 est le nom bre de paramètres

du mo dèle simple et p2 celui du mo dèle complexe. Le test se déroule alors de la manière classique

1. Les h yp othèses son t �xées

� H0 le mo dèle simple à p1 paramètres est adéquat ;

� H1 le mo dèle complexe à p2 paramètres est adéquat.

2. � est c hoisi (en général 5% ou 1%)

3. L'observ ation de � D est calculée, notons la � Dobs

4. Calcul du quan tile de niv eau (1 � � ) de la loi du � 2(p2 � p1) , noté q1� � (p2 � p1) .

� Si � Dobs > q1� � (p2 � p1) alors H0 est rep oussé au pro�t de H1 , le mo dèle M 1 sera alors

rejeté au pro�t du mo dèle M 2 .

� Si � Dobs � q1� � (p2 � p1) alors H0 est conserv é, le mo dèle M 1 est sélectionné.

3.1.3 Critère de c hoix de mo dèles

Le test que nous v enons d'étudier p ermet de sélectionner un mo dèle parmi deux mo dèles em b oîtés.

Or, à partir de p v ariables explicativ es, il est p ossible de construire un grand nom bre de mo dèles

logistiques qui ne son t pas forcémen t em b oîtés. L'utilisation d'un simple test de déviance se rév èle

alors insu�san te. On a recours à des critères de c hoix de mo dèles qui p ermetten t de comparer des

mo dèles qui ne son t pas forcémen t em b oîtés les uns dans les autres.

Les critères AIC et BIC son t les plus utilisés. Ces critères son t basés sur la philosophie suiv an te :

plus la vraisem blance est grande, plus grande est donc la log-vraisem blance et meilleur est le

mo dèle. Cep endan t la vraisem blance augmen te a v ec la complexité du mo dèle, et c hoisir le mo dèle

qui maximise la vraisem blance revien t à c hoisir le mo dèle saturé. Ce mo dèle est clairemen t sur-

paramétré, il �sur-a juste� les données (o v er�tting).

Exemple 3.4

On considère un éc han tillon de taille n = 100 sim ulé suiv an t le mo dèle :

X i � N (0; 1); Ui � U [0; 1]; et Yi =
�

1Ui � 0:25 si X i � 0
1Ui � 0:25 si X i � 0:

Les données son t représen tées sur la �gure 3.1 : en viron 3/4 des lab els v alen t 0 p our les v aleurs de

X i négativ es et 1 p our les v aleurs p ositiv es. Le mo dèle saturé a juste parfaitemen t les observ ations.

Nous v o y ons cep endan t qu'il est di�cile, p our ne pas dire imp ossible à utiliser dans un con texte

de prévision. De plus le mo dèle saturé p ossède ici n = 100 paramètres tandis que le mo dèle

logistique n'en p ossède que 2. Ceci est nettemen t plus a v an tageux p our expliquer Y d'un p oin t de

vue descriptif.

P our c hoisir des mo dèles plus parcimonieux, une stratégie consiste à p énaliser la vraisem blance

par une fonction du nom bre de paramètres.
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� P ar dé�nition l'AIC (Ak aik e Informativ e Criterion) p our un mo dèle à p paramètres est

AIC = � 2L + 2p:

� Le critère de c hoix de mo dèle le BIC (Ba y esian Informativ e Criterion) p our un mo dèle à p
paramètres estimés sur n observ ations est dé�ni par

BIC = � 2L + plog(n):

On c hoisira le mo dèle qui p ossède le plus p etit AIC ou BIC . L'utilisation de ces critères est simple.

P our c haque mo dèle concurren t le critère de c hoix de mo dèle est calculé et le mo dèle qui présen te

le plus faible est sélectionné.

Remarque

Remarquons que certains logiciels utilisen t � AIC et � BIC il est donc pruden t de bien v éri�er

dans quel sens doiv en t être optimisés ces critères (maximisation ou minimisation). Ceci p eut être

fait aisémen t en comparan t un mo dèle très mauv ais (comp osé uniquemen t de la constan te par

exemple) à un b on mo dèle et de v éri�er dans quel sens v arie les critères de c hoix.
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Fig. 3.1 � Gauche : Rep résentation des observations (gauche). Droite : T racé des mo dèles saturés

(p ointillés) et logistique (trait plein).

3.1.4 Appren tissage/v alidation

Un mo y en naturel de sélectionner un mo dèle consisterait à :

1. estimer les p ourcen tages de mal classés de tous les mo dèles candidats à l'aide de l'éc han tillon ;

2. c hoisir le mo dèle qui p ossède la plus p etite estimation.

Dans le cas d'observ ations binaires, un estimateur du p ourcen tage de mal classés est

1
n

nX

i =1

1f Ŷi (j )6= Yi g;
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où Ŷi (j ) désigne la i ème

prédiction (celle asso ciée à X i ) du j ème

mo dèle.

Nous a v ons vu que le mo dèle saturé a juste de manière �parfaite� les données, ce qui signi�e que

son p ourcen tage de mal classés est n ul. L'utilisation d'un tel critère sem ble alors p eu p ertinen te.

La faiblesse de ce critère tien t du fait que le même éc han tillon (x1; y1); : : : ; (xn ; yn) est utilisé p our :

� construire le mo dèle (estimer ses paramètres) ;

� estimer le taux d'erreurs.

Ceci in tro duit un biais dans l'estimation du p ourcen tage de mal classés. La pro cédure appren tissage-

v alidation s'a�ranc hit de ce problème en séparan t de manière aléatoire les données (X 1; Y1); : : : ;
(X n ; Yn) en deux parties distinctes :

� (X i ; Yi ); i 2 I ` un é chantil lon d'appr entissage de taille ` ;

� (X i ; Yi ); i 2 I m un é chantil lon de validation de taille m tel que ` + m = n ,

où I ` [ I m = f 1; : : : ; ng et I ` \ I m = ; . L'éc han tillon d'appren tissage est utilisé p our construire

les mo dèles concurren ts (p our estimer les paramètres des di�éren ts mo dèles logistiques en visagés).

L'éc han tillon de v alidation est ensuite utilisé p our estimer les p ourcen tages de mal classés des

di�éren ts mo dèles. Plus précisémen t, une fois les paramètres des di�éren ts mo dèles estimés, c haque

mo dèle est appliqué sur les individus du deuxième éc han tillon. P our c haque mo dèle j nous obtenons

une prévision p our c haque observ ation i de l'éc han tillon de v alidation Ŷi (j ) . Cette prévision est

ensuite comparée à la v aleur observ ée Yi . Le p ourcen tage de mal classés est alors estimé par (v oir

�gure 3.2) :

MC (j ) =
1
m

X

i 2I m

1f Ŷi (j )6= Yi g
:

On c hoisira bien en tendu le mo dèle p our lequel le critère MC sera minim um. Si les mo dèles concur-

ren ts son t tous des mo dèles logistiques, nous a v ons p our c haque mo dèle j et c haque observ ation i
de l'éc han tillon I m une estimation de la probabilité :

P j (Y = 1jX = x i ):

Une prévision p eut être obten ue suiv an t la règle

Ŷi (j ) =
�

1 si P̂ j (Y = 1jX = x i ) > 0:5
0 sinon.

Le tableau 3.1 compare les p ourcen tages de mal classés des mo dèles saturé et logistique de l'exemple

de la �gure 3.1. La pro cédure qui utilise un seul éc han tillon p our calculer le taux de mal classés v a

ainsi sélectionner le mo dèle saturé, ce n'est pas le cas de la pro cédure Appren tissage-V alidation qui

fournit des estimations des taux d'erreurs plus précises et qui sélectionnera le mo dèle logistique.

Saturé Logistique

Sans A V 0 0.146

a v ec A V 0.244 0.160

T ab. 3.1 � P ourcentages de mal classés des mo dèles saturés et logistique de l'exemple de la Figure 3.1

avec et sans la p ro cédure app rentissage-validation (les deux échantillons sont de même taille).

Cette pro cédure sem ble la plus indiquée p our c hoisir un mo dèle. Il faut néanmoins la n uancer car

elle requiert b eaucoup de données
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Validation

X

Y

Y
Séparation

Valeurs observées

Toutes les variables

Données de départ

Apprentissage

Uniquement les X

Y

Estimations des modèles
concurrents

Valeurs prédites (pour tous les modèles concurrents)

Fig. 3.2 � Pro cédure d'app rentissage/validation.

� dans l'éc han tillon d'appren tissage p our estimer le mo dèle et ainsi ne pas trop p énaliser les

mo dèles a v ec b eaucoup de v ariables don t les co e�cien ts seron t moins bien estimés ;

� dans l'éc han tillon de v alidation p our bien év aluer la capacité de prévision.

De plus il n'existe pas de règle p our c hoisir les tailles des deux éc han tillons.

3.1.5 V alidation croisée

Lorsque l'on n'a pas assez de données p our l'appren tissage/v alidation, on p eut a v oir recours à une

pro cédure de v alidation croisée. Le princip e est de �mo y enner� le p ourcen tage de mal classés à

l'aide de plusieurs découpages de l'éc han tillon. Plus précisémen t, on divise l'éc han tillon initial en

K sous éc han tillons Ek de même taille et on e�ectue K pro cédures appren tissage-v alidation p our

lesquelles :

� l'éc han tillon test sera constitué d'une division Ek ;

� l'éc han tillon d'appren tissage sera constitué de l'ensem ble des autres divisions E � Ek (v oir �gure

3.3).

On obtien t ainsi une prévision p our c haque individu de la division Ek et une fois les K pro cédures

appren tissage-v alidation e�ectuées, on a une prévision p our tous les individus de l'éc han tillon.

Il su�t alors de comparer ces prévisions aux v aleurs observ ées p our obtenir une estimation du

p ourcen tage de mal classés. Le mo dèle reten u sera le mo dèle qui conduit à l'estimation minimale.

Bien en tendu le c hoix du nom bre K parties n'est pas ano din.

� Plus K est faible, plus la capacité de prévision sera év aluée dans de nom breux cas puisque le

nom bre d'observ ations dans la v alidation sera élev é, mais moins l'estimation sera précise puisque

moins de données seron t utilisées p our estimer les paramètres du mo dèle ;

� Au con traire, un K élev é conduit à p eu d'observ ations dans la v alidation et donc à une plus

grande v ariance dans les p ourcen tages de mal classés.
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Fig. 3.3 � Découpage de l'échantillon p our la validation croisée. L'échantillon d'app rentissage co rres-

p ond à la pa rtie hachurée.

Remarque

Sous R , la librairie b o ot p ermet d'estimer le p ourcen tage de mal classées par v alidation croisée.

Si, par exemple, on considère le mo dèle comp osé des 6 v ariables explicativ es sur les données du

cancer de la prostate, on obtien t :

> modele <- glm (Y~.,data=donnees,family=binomial )

> library (boot)

> cout <- function (Y_obs,prevision_prob){

+ return ( mean ( abs (Y_obs-previsio n_p rob) >0.5 ))}

> cv.glm (donnees,modele,cout)$delta[ 1]

1

0.3396226

3.1.6 Sélection automatique

Les pro cédures que nous v enons d'étudier p ermetten t de sélectionner un mo dèle à partir d'une

famille de mo dèles donnée. Une autre appro c he de la sélection de mo dèle consiste à c herc her

parmi les v ariables X 1; : : : ; X p , celles qui �expliquen t le mieux� Y . P ar exemple, p our la régression

logistique, nous p ourrions nous p oser le problème de c herc her le meilleur sous-ensem ble des p
v ariables explicativ es p our un critère C donné ( AIC , BIC ...). Le nom bre de sous ensem bles de

p v ariables étan t 2p
, nous serions en présence de 2p

mo dèles logistiques p ossibles, c'est-à-dire 2p

mo dèles di�éren ts. Bien en tendu, nous sélectionnerions le mo dèle qui optimiserait le critère C .

Cep endan t, dans de nom breuses situations, p est grand et par conséquen t le nom bre de mo dèles

considérés est �très grand�. Les algorithmes d'optimisation du critère C deviennen t très coûteux

en temps de calcul. On préfère alors souv en t utiliser des métho des de rec herc he p as à p as .
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Modèle courant M0 retenu

Modèle de départ

Modèle sélectionné =M1

Modèle en cours = M0

Comparaison AIC modele M0 et modele M1

Choix parmi tous les modèles (+ petit AIC)

AIC M0 moins bon Ajout d'un coefficient

AIC M0 meilleur

M1 devient M0

Fig. 3.4 � T echnique ascendante utilisant l'AIC.

Rec herc he pas à pas, métho de ascendan te (forw ard selection)

A c haque pas, une v ariable est a joutée au mo dèle.

� Si la métho de ascendan te utilise un test de déviance, nous ra joutons la v ariable X j don t la v aleur

p (probabilité critique) asso ciée à la statistique de test de déviance qui compare les 2 mo dèles

est minimale. Nous nous arrêtons lorsque toutes les v ariables son t in tégrées ou lorsque la v aleur

p est plus grande qu'une v aleur seuil.

� Si la métho de ascendan te utilise un critère de c hoix, nous a joutons la v ariable X j don t l'a jout au

mo dèle conduit à l'optimisation la plus grande du critère de c hoix. Nous nous arrêtons lorsque

toutes les v ariables son t in tégrées ou lorsque qu'aucune v ariable ne p ermet l'optimisation du

critère de c hoix (v oir aussi Figure 3.4).

Rec herc he pas à pas, métho de descendan te (bac kw ard selection)

A la première étap e toutes les v ariables son t in tégrées au mo dèle.

� Si la métho de descendan te utilise un test de déviance, nous éliminons ensuite la v ariable X j don t

la v aleur p asso ciée à la statistique de test de déviance est la plus grande. Nous nous arrêtons

lorsque toutes les v ariables son t retirées du mo dèle ou lorsque la v aleur p est plus p etite qu'une

v aleur seuil.

� Si la métho de descendan te utilise un critère de c hoix, nous retirons la v ariable X j don t le retrait

du mo dèle conduit à l'augmen tation la plus grande du critère de c hoix. Nous nous arrêtons

lorsque toutes les v ariables son t retirées ou lorsque qu'aucune v ariable ne p ermet l'augmen tation

du critère de c hoix.
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Rec herc he pas à pas, métho de progressiv e (step wise selection)

Idem que l'ascendan te, sauf que l'on p eut éliminer des v ariables déjà in tro duites. En e�et, il p eut

arriv er que des v ariables in tro duites au début de l'algorithme ne soien t plus signi�cativ es après

in tro duction de nouv elles v ariables. Remarquons qu'en général la v ariable �constan te� est toujours

présen te dans le mo dèle.

Exemple 3.5

Reprenons l'exemple des données du cancer de la prostate. Nous allons sélectionner des mo dèles

par les di�éren tes appro c hes pas à pas.

1. Métho de ascendan te : le mo dèle initial est constitué uniquemen t de la v ariable age .

> model_age<- glm (Y~a ge, da ta =do nn ee s,f am il y=b in om ial )

> model_asc<- step (mode l_ age ,d ir ect io n= "fo rw ar d", sc op e= lis t (upp er =

form ula ("Y~(age+acide+r ayo nx +t ail le +gr ad e+ log .a ci d.) ") ))

> model_asc

Call: glm(formula = Y ~ age + rayonx + taille + log.acid., family = binomial,

data = donnees)

Coefficients:

(Intercept) age rayonx1 taille1 log.acid.

2.65636 -0.06523 2.08995 1.75652 2.34941

Degrees of Freedom: 52 Total (i.e. Null); 48 Residual

Null Deviance: 70.25

Residual Deviance: 47.68 AIC: 57.68

2. Métho de descendan te : le mo dèle initial est ici constitué de toutes les v ariables (sans

in teractions).

> modelcomplet<- glm ( Y~. ,d at a=d on ne es, fa mi ly= bi no mia l)

> model_des<- step (mode lc omp le t, dir ec ti on= "b ac kwa rd ")

> model_des

Call: glm(formula = Y ~ acide + rayonx + taille + log.acid., family = binomial,

data = donnees)

Coefficients:

(Intercept) acide rayonx1 taille1 log.acid.

9.067 -9.862 2.093 1.591 10.410

Degrees of Freedom: 52 Total (i.e. Null); 48 Residual

Null Deviance: 70.25

Residual Deviance: 46.43 AIC: 56.43

3. Métho de progressiv e : le mo dèle initial est ici constitué de toutes les v ariables (sans

in teractions).

> model_pro<- step (mode lc omp le t, dir ec ti on= "b ot h")

> model_pro

Call: glm(formula = Y ~ acide + rayonx + taille + log.acid., family = binomial,

data = donnees)

Coefficients:

(Intercept) acide rayonx1 taille1 log.acid.

R é gr ession sur variables c até goriel les L aur ent R ouvièr e



40 Sélection et v alidation de mo dèles

9.067 -9.862 2.093 1.591 10.410

Degrees of Freedom: 52 Total (i.e. Null); 48 Residual

Null Deviance: 70.25

Residual Deviance: 46.43 AIC: 56.43

On p eut égalemen t mettre des v ariables d'in teractions parmi les v ariables candidates.

> model_pro1<- step (mo de lc omp le t, dir ec ti on= "b oth ", sc ope = list (u pp er = for m ula ("Y ~(a ge +a cid e+

rayonx+taille+g ra de+ lo g. aci d. )^ 2") ,l ow er= form ula ("Y~ 1" )))

> model_pro1

Call: glm(formula = Y ~ acide + rayonx + taille + grade + log.acid. + taille:grade +

taille:log.acid. + acide:grade, family = binomial,data = donnees)

Coefficients:

(Intercept) acide rayonx1 taille1

49.385 -49.186 3.135 -2.635

grade1 log.acid. taille1:grade1 taille1:log.acid .

1.227 53.329 -14.264 -21.719

acide:grade1

17.629

Degrees of Freedom: 52 Total (i.e. Null); 44 Residual

Null Deviance: 70.25

Residual Deviance: 26.47 AIC: 44.47

Nous v o y ons sur cet exemple que suiv an t le c hoix de la métho de pas à pas et du mo dèle initial, les

mo dèles sélectionnés di�èren t. La sélection d'un seul mo dèle p eut s'e�ectuer en deux temps :

1. On sélectionne un nom bre faible (en tre 5 et 10 par exemple) de mo dèles candidats via des

algorithmes pas à pas ;

2. On c hoisit le mo dèle qui minimise un critère de c hoix (AIC, BIC, ou p ourcen tage de mal

classés).

Une fois le mo dèle c hoisi, il est nécessaire de mener une étude plus approfondie de ce dernier qui

p ermettra de le �v alider� ou de l'a�ner (suppression de p oin ts ab erran ts, analyse des résidus...).

3.2 V alidation du mo dèle

3.2.1 T est d'adéquation par la déviance

Ce test p ermet de v alider un mo dèle à p paramètres. Les h yp othèses n ulle et alternativ e son t :

� H0 le mo dèle considéré à p paramètres est adéquat ;

� H1 le mo dèle considéré à p paramètres n'est pas adéquat.

Ici, nous allons comparer le mo dèle saturé au mo dèle considéré au mo y en de la déviance. Nous

sa v ons que

� si la déviance est grande, alors le mo dèle considéré est loin du mo dèle saturé et que par consé-

quen t il n'a juste pas bien les données ;

� P ar con tre si la déviance est pro c he de 0, le mo dèle considéré sera adéquat.

P our quan ti�er cette notion de �pro c he de 0� et de �grande déviance�, la loi de la déviance sous

H0 (le mo dèle considéré est le vrai mo dèle) v a nous être utile. En e�et si H0 est vraie, le mo dèle

considéré est vrai par dé�nition. La déviance sera répartie sur R+
mais a v ec plus de c hance d'être
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pro c he de 0. P ar con tre si H0 n'est pas vraie la déviance sera répartie sur R+
mais a v ec plus de

c hance d'être éloignée de 0. Il nous faut donc connaître la loi de la déviance sous H0 .

La déviance est une di�érence de log-vraisem blance en tre deux mo dèles em b oîtés. Il découle que la

statistique D suit asymptotiquemen t une loi du � 2(n � p) degrés de lib erté, où p est le nom bre de

paramètres du mo dèle et n le nom bre de p oin ts du design. Le test se déroule alors de la manière

classique :

1. Les h yp othèses son t �xées

� H0 le mo dèle considéré à p paramètres est adéquat (cette h yp othèse se traduit par une

h yp othèse qui �xe à zéro les co e�cien ts présen ts dans le mo dèle saturé mais pas dans le

mo dèle en question).

� H1 le mo dèle considéré à p paramètres n'est pas adéquat

2. � est c hoisi (en général 5% ou 1%)

3. L'observ ation de D est calculée, notons la Dobs

4. Calcul du quan tile de niv eau (1 � � ) de la loi du � 2(n � p) , noté q1� � (n � p) .

� Si Dobs > q1� � (n � p) alors H0 est rep oussé au pro�t de H1 , le mo dèle considéré n'est pas

adéquat.

� Si Dobs � q1� � (n � p) alors H0 est conserv é, le mo dèle considéré est adéquat.
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Fig. 3.5 � T est de déviance, la droite ho rizontale rep résente le seuil de rejet Dc = q1� � (n � p) .

Remarque

La v alidité de la loi et donc du test n'est qu'asymptotique, il est donc nécessaire d'a v oir un p eu

de recul quan t aux conclusions. Ce test ne p eut être utilisé uniquemen t en présence de données

rép étées. En e�et, l'appro ximation de la loi de la déviance par une loi du � 2
est d'autan t plus

v alable lorsque le nom bre de rép étitions aux p oin ts du design est grand. En présence de données

individuelles (aucune rép étition sur les p oin ts du design), D ne suit pas une loi du � 2
: le test

d'adéquation d'Hosmer Lemesho w est alors conseillé.

3.2.2 T est d'Hosmer Lemesho w

Ce test p ermet de v éri�er l'adéquation d'un mo dèle en présence de données individuelles. Il s'ef-

fectue de la manière suiv an te (v oir Hosmer & Lemesho w (2000), c hapitre 5).

1. Les probabilités p̂i son t ordonnées par ordre croissan t ( p̂i est la probabilité P(Y = 1jX = x i )
estimée par le mo dèle) ;
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2. Ces probabilités ordonnées son t ensuite séparées en K group es de taille égale (on prend

souv en t K = 10 si n est su�sammen t grand). On note

� mk les e�ectifs du group e k ;

� ok le nom bre de succès ( Y = 1 ) observ é dans le group e k ;

� � k la mo y enne des p̂i dans le group e k .

La statistique de test est alors

C2 =
KX

k=1

(ok � mk � k)2

mk � k(1 � � k)
:

Le test se conduit de manière iden tique au test de déviance, la statistique C2
suiv an t appro xima-

tiv emen t un � 2
à K � 1 degrés de lib erté.

3.2.3 Analyse des résidus

Les di�éren ts t yp es de résidus

A l'image de la régression plusieurs t yp es de résidus son t prop osés par les logiciels. Le premier,

le plus simple à calculer est tout simplemen t Yi � p̂i . Ces résidus son t app elés r ésidus bruts . Ils

p ermetten t de mesurer l'a justemen t du mo dèle sur c haque observ ation. Ces résidus n'a y an t pas la

même v ariance, ils son t di�ciles à comparer. En e�et, on rapp elle que V (YjX = x i ) = pi (1 � pi ) .

P ar conséquen t, la v ariance de tels résidus risquen t d'être élev ées p our des v aleurs de pi pro c hes

de 1/2. Un mo y en de pallier à cette di�culté est de considérer les r ésidus de Pe arson

Yi � p̂ip
p̂i (1 � p̂i )

: (3.1)

P ar dé�nition on standardise les résidus par la v ariance théorique de Yi . Cep endan t, p̂i étan t

aléatoire, on a V (Yi � pi ) 6= V (Yi � p̂i ) . En e�et, en notan t

8
<

:

" i = Yi � pi

"̂ i = Yi � p̂i

on a

Hyp othèses Réalité

E(" i ) = 0 E("̂ i ) ' 0

V (" i ) = pi (1 � pi ) V ("̂ i ) = pi (1 � pi )(1 � hii )

où hii est l'élémen t de la i ème

ligne et de la i ème

colonne de la matrice H = X (X 0W ?X )� 1X 0W ?
.

Il est par conséquen t in téressan t de considérer la v ersion standardisée des résidus de P earson

Yi � p̂ip
p̂i (1 � p̂i )(1 � hii )

;

Les r ésidus de dévianc e son t dé�nis par

signe(Yi � p̂i )
q

2(LYi (satur�e) � LYi (�̂ )) ;
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où LYi (�̂ )) est la log-vraisem blance asso ciée à l'observ ation Yi (et non pas toutes les observ ations)

du mo dèle en question et LYi (satur�e) son homologue p our le mo dèle saturé. Là encore p our tenir

compte de la v ariabilité ces résidus son t standardisés :

signe(Yi � p̂i )

s
2(LYi (satur�e)( Yi ) � LYi (�̂ ))

1 � hii
:

Ces deux t yp es de résidus de déviance son t ceux qui son t en général conseillés.

Examen des résidus

Index plot P our le mo dèle logistique les résidus de déviance son t souv en t préférés. De nom-

breuses études exp érimen tales on t mon tré qu'ils appro c hen t mieux la loi normale que les résidus

de P earson. P our cette raison ces résidus prennen t généralemen t des v aleurs qui v arien t en tre -2

et 2. Nous p ourrons construire un index plot p our détecter des v aleurs ab erran tes. Ce graphique

ordonne les résidus en fonction du n uméro de leur observ ation. Les p oin ts p our lesquels on observ e

on résidu élev é (hors de [� 2; 2] par exemple) devron t faire l'ob jet d'une étude approfondie.

> model<- glm (Y~rayon x+t ai lle +g ra de+ lo g. aci d. +t ail le :g rad e+ gra de :l og. ac id .,d at a= don ne es,

family=binomial )

> plot ( rstuden t (model),type="p ", cex =0 .5 ,yl ab =" Rés id us studentisés par VC")

> abline (h= c (-2,2))
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Fig. 3.6 � Index plot.

Graphique prédiction linéaire/résidus Ce graphique qui représen te X �̂ en abscisse et "̂ en

ordonné p ermet de détecter les v aleurs ab erran tes mais aussi les structurations susp ectes. Si une

structuration susp ecte apparaît, il sera p eut être adéquat d'a jouter une nouv elle v ariable a�n de

prendre en compte cette structuration. Dans le cas des données individuelles ce t yp e de graphique

donne toujours des structurations (Figure 3.7) et n'est donc pas à conseiller.
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Fig. 3.7 � Graphique p rédiction/résidus p our un mo dèle logistique

Résidus partiels Les résidus partiels son t dé�nis par

"̂P
:j =

Yi � p̂i

p̂i (1 � p̂i )
+ �̂ j X :j

L'analyse consiste à tracer p our toutes les v ariables j les p oin ts a v ec en abscisse la v ariable j et

en ordonnée les résidus partiels. Si le tracé est linéaire alors tout est normal. Si par con tre une

tendance non linéaire se dégage, il faut remplacer la v ariable j par une fonction de celle ci donnan t

la même tendance que celle observ ée.

> residpartiels<- res id (mo de l, typ e= "p art ia l")

> prov<- lo ess (residp ar tie ls [, "lo g. ac id. "] ~d onn ee s$ log .a cid )

> ordre<- order (don ne es$ lo g.a ci d. )

> plot (donnees$log.ac id .,r es idp ar ti els [, "l og. ac id ."] ,t yp e=" p" ,ce x= 0. 5,x la b= "", yl ab ="" )

> matlines (donnees$log.aci d.[ or dr e], predict (p ro v) [or dr e])

> abline ( ls�t (donnees$log.aci d. ,r esi dp ar tie ls [," lo g. aci d. "] ),l ty =2 )

Le graphique 3.8 mon tre qu'aucune transformation n'est nécessaire, les résidus partiels étan t ré-

partis le long de la droite a justée.

Mallo ws (1986) prop ose d'utiliser les résidus partiels augmen tés qui dans certaines situations p er-

metten t de mieux dégager cette tendance. Les résidus partiels augmen tés p our la j ème

v ariable

nécessiten t un nouv eau mo dèle logistique iden tique mis à part le fait qu'une v ariable explicativ e

supplémen taire est a joutée : X p+1 = X 2
j la j ème

v ariable élev ée au carré. Le nouv eau v ecteur de

co e�cien t � du mo dèle est estimé et les résidus partiels son t alors dé�nis comme

"̂P A
:j =

Yi � p̂i

p̂i (1 � p̂i )
+ �̂ j X :j + �̂ p+1 X 2

:j :

L'analyse des diagrammes est iden tique à ceux des résidus partiels. P our une analyse plus complète

sur l'utilisation des résidus, on p ourra se rep orter au c hapitre 5 de l'ouvrage de Collet (2003).
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Fig. 3.8 � Résidus pa rtiels p our la va riable log.acid., le trait continu rep résente le résumé lissé des

données pa r l'estimateur lo ess, le trait discontinu rep résente l'estimateur linéaire pa r moindre ca rré.

3.2.4 P oin ts leviers et p oin ts in�uen ts

Ces notions son t analogues à celles du mo dèle linéaire (v oir Cornillon & Matzner-Løb er (2007),

c hapitre 4).

P oin ts leviers

P ar dé�nition les p oin ts leviers son t les p oin ts du design qui déterminen t très fortemen t leur propre

estimation. Nous a v ons vu que l'algorithme d'estimation des paramètres e�ectue à c haque étap e

une régression linéaire et s'arrête lorsque le pro cessus devien t stationnaire :

�̂ = ( X 0W ?X )� 1X 0W ?z;

et la prédiction linéaire est alors

X �̂ = X (X 0W ?X )� 1X 0W ?z = Hz;

où H est une matrice de pro jection selon la métrique W ?
. Comme nous transformons X �̂ par

une fonction monotone, des X �̂ extrêmes en traînen t des v aleurs de p̂ extrêmes. Nous allons donc

utiliser la même métho de de diagnostic que celle de la régression simple a v ec une nouv elle matrice

de pro jection H . P our la i ème

prédiction linéaire nous a v ons

[X �̂ ]i = H ii zi +
X

j 6= i

H ij zj :

Si H ii est grand relativ emen t aux H ij ; j 6= i alors la i ème

observ ation con tribue fortemen t à la

construction de [X �̂ ]i . On dira que le �p oids� de l'observ ation i sur sa propre estimation v aut hii .

Comme H est un pro jecteur nous sa v ons que 0 � H ii � 1. Nous a v ons alors les cas extrêmes

suiv an ts :

� si H ii = 1 , p̂i est en tièremen t déterminé par Yi car hij = 0 p our tout j .

� si H ii = 0 , Yi n'a pas d'in�uence sur p̂i .
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La trace d'un pro jecteur étan t égale à la dimension du sous espace dans lequel on pro jette, on a

tr (H ) =
P

i H ii = p + 1 . Donc en mo y enne H ii v aut (p + 1) =n. P our dire que la v aleur de H ii

con tribue trop fortemen t à la construction de p̂i , il faut un seuil au delà duquel le p oin t est un

p oin t levier. P ar habitude, si H ii > 2p=n ou si H ii > 3p=n alors le i ème

p oin t est déclaré comme un

p oin t levier.

En pratique un tracé de H ii est e�ectué et l'on c herc he les p oin ts don t le H ii est sup érieur à

3(p + 1) =n ou 2(p + 1) =n. Ces p oin ts son t leviers et leur v aleur in�ue fortemen t sur leur propre

prévision.

> p<- length (model$coeff ic ie nts )

> n<- nro w (donnees)

> plot ( in�uence (model)$hat,ty pe ="h ", yl ab= "h ii ")

> seuil1<-3*p/n

> abline (h=seuil1,col=1, lt y=2 )

> seuil2<-2*p/n

> abline (h=seuil2,col=1, lt y=3 )
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Fig. 3.9 � P oints leviers.

P oin ts in�uen ts

Les p oin ts in�uen ts son t des p oin ts qui in�uen t sur le mo dèle de telle sorte que si on les enlèv e, alors

l'estimation des co e�cien ts sera fortemen t c hangée. La mesure la plus classique d'in�uence est la

distance de Co ok. Il s'agit d'une distance en tre le co e�cien t estimé a v ec toutes les observ ations et

celui estimé a v ec toutes les observ ations sauf une. La distance de Co ok p our l'individu i est dé�nie

par

D i =
1

p + 1
(�̂ (i ) � �̂ )0X 0W ?X (�̂ (i ) � �̂ ) �

r 2
P i H ii

(p + 1)(1 � H ii )2
;

où rP i est le résidu de P earson p our le i ème

individu.

Les distances de Co ok son t généralemen t représen tées comme sur la �gure 3.10. Si une distance

se rév èle grande par rapp ort aux autres, alors ce p oin t sera considéré comme in�uen t. Il con vien t

alors de comprendre p ourquoi il est in�uen t, soit

L aur ent R ouvièr e R é gr ession sur variables c até goriel les



3.2 V alidation du mo dèle 47

� il est levier ;

� il est ab erran t ;

� (les deux !)

Dans tous les cas il con vien t de comprendre si une erreur de mesure, une di�érence dans la p opu-

lation des individus est à l'origine de ce phénomène. Ev en tuellemen t p our obtenir des conclusions

robustes il sera b on de refaire l'analyse sans ce(s) p oin t(s).
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Fig. 3.10 � Distances de Co ok.
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Chapitre 4

Mo dèle logistique m ulti-classes

Nous traitons dans ce c hapitre le cas où la v ariable à expliquer Y prend plus de deux mo dalités.

P our simpli�er les notations, nous supp oserons que Y p eut prendre k v aleurs 1; : : : ; k . Nous c her-

c hons donc à expliquer Y par le v ecteur X = (1 ; X 1; : : : ; X p)0
des v ariables explicativ es ( X j étan t

qualitativ es, quan titativ es ou p ouv an t représen ter des in teractions). Nous distinguons deux cas :

� les mo dalités de Y son t ordonnées : il existe une hiérarc hie naturelle en tre elles. P ar exemple

le degré de satisfaction relativ emen t à un pro duit, le degré d'adhésion à une opinion... En

biostatistique, il p eut s'agir d'un diagnostic sur l'état de san té (très b onne, b onne, mo y enne,

mauv ais san té), sur le stade d'év olution d'une maladie, ou encore sur la taille ou la nature d'une

tumeur (tumeur absen te, b énigne, ou maligne). On parle dans ce cas de mo dèle p olytomique

or donné ;

� il n'existe pas de relation d'ordre sur les mo dalités de Y , la v ariable à expliquer est puremen t

nominale : accord p our un prêt (oui, non, examen du dossier). On parle dans ce cas de mo dèle

p olytomique nominal où de mo dèle multinomial .

4.1 Mo dèle p olytomique ordonné

4.1.1 Cas binaire

Nous rev enons d'ab ord au cas où Y est binaire (0 ou 1) et supp osons, sans p erte de généralité, que

nous sommes en présence d'une seule v ariable explicativ e X . On in tro duit � une v ariable aléatoire

cen trée et une v ariable laten te (non observ ée) Y ? = ~� 0 + � 1x + � telle que YjX = x v aut 1 lorsque

la v ariable laten te Y ?
est grande (sup érieure à un seuil s) et 0 sinon. Nous obtenons :

P(Y = 1jX = x) = P( ~� 0 + � 1x + � > s ) = P(� � < � s + ~� 0 + � 1x) = F (� 0 + � 1x)

où F est la fonction de répartition de la v ariable � � et � 0 = � s + ~� 0 . P our �nir de sp éci�er le

mo dèle, il reste à c hoisir la fonction de répartition F . Si on c hoisit

F (x) =
1

1 + exp(� x)
=

exp(x)
1 + exp(x)

; (4.1)

on obtien t le mo dèle logistique étudié dans les c hapitres précéden ts. Si F est la fonction de répar-

tition asso ciée à la loi normale cen trée réduite, nous obtenons alors le mo dèle p robit (v oir section

1.3 et �gure 4.1).

R é gr ession sur variables c até goriel les L aur ent R ouvièr e



50 Mo dèle logistique m ulti-classes

-4 -2 0 2 4

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

Fig. 4.1 � F onctions de répa rtition des lois no rmale (trait plein) et logistique (tirets).

4.1.2 Généralisation

Le mo dèle p olytomique ordonné p eut être présen té comme une généralisation du mo dèle dic hoto-

mique présen té dans la partie précéden te, a v ec cette fois Y prenan t k mo dalités ordonnées. On se

place toujours dans le cas d'une seule v ariable explicativ e X . On in tro duit non plus un seul seuil,

mais plusieurs seuils � 1; : : : ; � k� 1 déterministes tels que :

(Y jX = x) =

8
<

:

1 si Y ? < � 1

j si � j � 1 � Y ? < � j ; j = 2; : : : ; k � 1
k si Y ? � � k� 1

a v ec Y ? = � 1x + �:

Le c hoix de la fonction de répartition logistique (4.1) conduit au mo dèle :

P(Y � j jX = x) = F (� j � � 1x); j = 1; : : : ; k � 1

ou encore

logit (P(Y � j jX = x)) = � j � � 1x; j = 1; : : : ; k � 1: (4.2)

Si on est en présence de p v ariables explicativ es, le mo dèle devien t

logit (P(Y � j jX = x)) = � j � � 1x1 � : : : � � pxp; j = 1; : : : ; k � 1; (4.3)

ou encore

P(Y � j jX = x)) =
exp(� j � � 1x1 � : : : � � pxp)

1 + exp(� j � � 1x1 � : : : � � pxp)
:

Dans ce mo dèle, seule la constan te di�ère suiv an t les di�éren ts niv eaux de Y . Ce mo dèle nécessite

l'estimation de p+ k � 1 co e�cien ts ( p p en tes et k � 1 constan tes car

P k
j =1 P(Y = j jX = x) = 1 ).

Remarque

Suiv an t le logiciel les co e�cien ts estimés p euv en t di�érer. La pro cédure LOGISTIC de SAS estime

par exemple les p en tes bj = � � j . Sous R les fonctions p olr , lmr et vgam des librairies MASS , Design

et V GAM p ermetten t de construire des mo dèles logistiques p our expliquer une v ariable qualitativ e

ordinale. Il est imp ortan t de consulter l'aide de la fonction a�n de connaître la signi�cation des

co e�cien ts estimés.
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Exemple 4.1

La fonction p olr de la librairie MASS utilise un mo dèle de la forme (4.2) et (4.3) . Elle s'utilise de

la manière suiv an te :

#Simulation des donnees

> Y <- ordered ( c ( rep (1,5), rep (2,5), rep ( 3,5) ))

> set.seed (145)

> X <- rnorm (15)

> donnees <- data.frame (X,Y)

> library (MASS)

> library (VGAM) #pour la fonction logit

> model <- p olr (Y~X,data=donnees)

> model

Call:

polr(formula = Y ~ X, data = donnees)

Coefficients:

X

-3.059502

Intercepts:

1|2 2|3

-3.0779038 -0.6120617

Residual Deviance: 21.48307

AIC: 27.48307

Les co e�cien ts estimés son t �̂ = � 3:059502, �̂ 1 = � 3:0779038et �̂ 2 = � 0:6120617. On p eut

obtenir les probabilités a p osteriori du premier individu de l'éc han tillon a v ec les commandes :

> x <- donnees$X[1]

> beta1 <- co ef (model)

> s <- model$zeta

> exp (beta1*x)/(1+ exp (bet a1*x ))

X

0.1089403

> p1 <- logit (s[1]-beta1*x,inverse=TRUE)

> p1

1|2

0.2736280

> p2 <- logit (s[2]-beta1*x,inverse=TRUE)-p1

> p2

2|3

0.5423826

> p3 <- 1-p1-p2

> p3

1|2

0.1839894
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Ces probabilités s'obtiennen t directemen t :

> model$fitted[1,]

1 2 3

0.2736280 0.5423826 0.1839894

4.1.3 L'égalité des p en tes

Dans le mo dèle (4.3), les co e�cien ts des v ariables explicativ es son t iden tiques quel que soit le

niv eau de Y (on dit qu'il y a égalité des p en tes) tandis que les constan tes di�èren t. Quelle que soit

la mo dalité j considérée, une v ariable explicativ e donnée a la même in�uence sur P(Y � j jX = x) .

Dans le cas où l'on disp ose d'une seule v ariable explicativ e X , le mo dèle p eut être représen té par

la �gure 4.2.

PSfrag replacemen ts

x

� j (x)

j = 1

j = 2

j = 3

Fig. 4.2 � Rep résentation du mo dèle logit (P(Y � j jX = x)) = � j � � 1x = � j (x) .

On p ourrait en visager des v aleurs di�éren tes p our les paramètres de p en tes � m ( m = 1; : : : ; p). Les

droites de la �gure 4.2 p ourraien t ainsi se coup er , ce qui remettrait en cause le caractère ordonné

des mo dalités de la v ariable expliquée. En e�et, supp osons qu'au delà d'une v aleur x0 , la première

droite ( j = 1 ) se situe au-dessus de la seconde ( j = 2 ), on aurait alors :

P(Y � 1jX = x) > P(Y � 2jX = x):

Un tel résultat est évidemmen t gênan t : il remet en cause la mo délisation reten ue, qui distribue

les di�éren tes mo dalités de Y sur un même axe ordonné. Il faudrait dans ce cas se tourner v ers un

mo dèle plus général (v oir section 4.2).

Dans le cas où la v ariable Y est ordonnée, on dé�nit l'o dds d'un individu x i relativ emen t à l'év è-

nemen t f Y � j g par

o dds (x i ) =
P(Y � j jX = x)

1 � P(Y � j jX = x)
= exp( � j � x0

i � ):

P ar conséquen t l'o dds ratio en tre deux individus x i et x i 0
relativ emen t à l'év ènemen t f Y � j g

s'écrit

OR (x i ; x i 0) = exp
�
(x i 0 � x i )0�

�
: (4.4)
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P ar conséquen t l'o dds ratio ne dép end pas de la mo dalité j , on dit que l'h yp othèse des seuils

aléatoires se traduit par une �h yp othèse de prop ortionnalité des o dds ratio�.

Une pro cédure de test de l'égalité des p en tes est implémen tée dans SAS , elle est in titulée �Score

T est for Prop ortional Odds Assumption�. Ce test consiste à réaliser un test en tre le mo dèle (4.3)

et un mo dèle plus général qui utiliserait des p en tes di�éren tes p our c haque mo dalité de Y :

logit (P(Y � j jX = x)) = � j �
pX

m=1

� j
mxm ; j = 1; : : : ; k � 1

Ce mo dèle con tien t k� 1 constan tes et p(k � 1) p en tes (car P(Y � kjX = x) = 1 ). Sous l'h yp othèse

H0 d'égalité des p en tes � 1
m = : : : = � k� 1

m ; 8m = 1; : : : ; p, on retrouv e le mo dèle p olytomique

ordonné. T ester l'égalité des p en tes revien t donc à e�ectuer un test en tre mo dèles em b oîtés. SAS

e�ectue un test du score : si H0 est v éri�ée, la p en te de la log-vraisem blance p our l'estimateur

du maxim um de vraisem blance con train t 
̂ = ( �̂ 1; : : : ; �̂ k ; �̂ 1; : : : ; �̂ p) doit être pro c he de 0. Si Î 0

désigne la matrice d'information de Fisher estimée sous H0 , la statistique du score :

@logL
@


(
̂ )Î � 1
0

@logL
@


(
̂ )

suit un � 2
p(k� 2) . En e�et, sous l'h yp othèse H0 testée le mo dèle con tien t k + p� 1 paramètres con tre

k � 1 + p(k � 1) sous l'h yp othèse alternativ e.

Un exemple d'in terprétation des co e�cien ts

T out comme p our le mo dèle dic hotomique, les co e�cien ts s'in terprèten t en terme d'o dds ratio.

Considérons le cas où l'on c herc he à expliquer la v ariable Y qui corresp ond au t yp e de men tion

obten ue au BA C (3 mo dalités : �AB�, �B�, �TB�) par la v ariable X qui corresp ond à la mo y enne en

maths au cours des deux premiers trimestres. Supp osons que le co e�cien t � estimé par le mo dèle

soit égal à log 2 et que p our une note �xée x , le mo dèle fournisse les estimations :

P(Y = " AB " jX = x) =
1
4

; P(Y = " B" jX = x) =
1
2

et P(Y = " TB" jX = x) =
1
4

:

Dans ce cas, on déduit de (4.4) les tableaux suiv an ts :

Proba o dds f Y = j g o dds f Y � j g
AB 1/4 1/3 1/3

B 1/2 1 3

TB 1/4 1/3 + 1

T ab. 4.1 � Odds Ratio p our l'individu x .

o dds f Y � j g o dds f Y = j g Proba

AB 2/3 2/3 2/5

B 6 16/19 16/35

TB + 1 1/6 1/7

T ab. 4.2 � Odds Ratio p our l'individu x + 1 .

En e�et, la form ule (4.4) en traîne que les o dds relativ emen t aux év ènemen ts f Y � j g son t m ultipliés

par exp� lorsque la v ariable x est augmen tée d'une unité. Ainsi, la première colonne du tableau

4.2 s'obtien t en m ultiplian t la dernière colonne du tableau 4.1 par 2. On p ourra par exemple dire

que si p our la note x , j'ai 1 men tion AB p our trois autres men tions, alors p our la note x + 1 j'ai 2

men tions AB p our trois autres men tions.
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4.2 Mo dèle m ultinomial

Dans le cas du mo dèle p olytomique ordonné, le caractère ordinal de la v ariable expliquée p ermettait

d'in tro duire une v ariable laten te, des seuils, et d'estimer des probabilités cum ulées. Lorsque la

v ariable à expliquer est puremen t nominale, cette démarc he n'est plus p ossible.

4.2.1 Le mo dèle

Désignons par f 1; : : : ; kg les mo dalités (non ordonnées) de Y et par X = (1 ; X 1; : : : ; X p) les p
v ariables explicativ es. T out comme p our le mo dèle dic hotomique, nous allons c herc her à mo déliser

les probabilités P(Y = j jX = x) p our j = 1; : : : ; k . Comme

P k
j =1 P(Y = j jX = x) = 1 , il su�t

de mo déliser les probabilités P(Y = j jX = x) p our j = 1; : : : ; k � 1 par exemple. Nous prenons

ici le group e k comme group e témoin et dé�nissons le mo dèle m ultinomial par

log
P(Y = j jX = x)
P(Y = kjX = x)

= � j
0 + � j

1x1 + : : : + � j
pxp = x0� j ; j = 1; : : : ; k � 1:

On a alors

P(Y = j jX = x) =
exp(x0� j )

1 +
P k� 1

j =1 exp(x0� j )
(4.5)

a v ec p our con v en tion � k = 0 .

Remarque

� Si k = 2 , on retom b e sur le mo dèle logistique dans le cas binaire.

� L'incon v énien t ma jeur de ce mo dèle est la m ultiplication des paramètres à estimer (un v ecteur

de paramètres � j
p our k � 1 mo dalités de Y ) qui rend les résultats plus délicats à in terpréter.

� Bien en tendu, le c hoix du group e de référence à une imp ortance sur la v aleur des paramètres

estimés mais pas sur le mo dèle : quel que soit le group e de référence c hoisi, les probabilités

estimés P(Y = j jX = x) seron t bien en tendu iden tiques.

� Sous R , la fonction m ultinom de la librairie nnet p ermet de construire un mo dèle m ultinomial.

Sous SAS , on utilise la pro cédure CATMOD .

4.2.2 Estimation et in terprétation des paramètres

Les paramètres � j ; j = 1; : : : ; k � 1 son t estimés par maxim um de vraisem blance. P our une obser-

v ation (x; y) , on désigne par y1; : : : ; yk un co dage disjonctif complet de y , i.e. , yj = 1 si y = j , 0

sinon. La vraisem blance p our (x; y) s'écrit

L(� ) = p1(x)y1 : : : pk(x)yk

où pj (x) = P(Y = j jX = x) est dé�ni par (4.5) . La vraisem blance suit donc une loi m ultinomiale

M (1; p1(x); : : : ; pk(x)) . C'est p our cela que ce mo dèle est souv en t app elé �mo dèle p olytomique m ul-

tinomial�. Les estimateurs du maxim um de vraisem blance s'obtiennen t une fois de plus en ann ulan t

les dériv ées partielles par rapp ort aux di�éren ts paramètres de la vraisem blance de l'éc han tillon.

Comme p our le cas dic hotomique, il n'y a pas de solutions explicites p our les estimateurs et on a

recours à des métho des n umériques p our les calculer. Il n'y a pas de réelles nouv eautés par rapp ort

au cas binaire, l'algorithme est simplemen t plus délicat à écrire à cause de la m ultiplication du

nom bre de paramètres. Le lecteur p ourra consulter l'ouvrage d'Hosmer & Lemesho w (2000) p our

plus de détails.
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Les o dds ratio n'apparaissen t généralemen t pas dans les sorties logiciels p our le mo dèle m ulti-

nomial : il faut donc les calculer à la main en prenan t garde au co dage particulier des v ariables

explicativ es qualitativ es. On rapp elle que p our un individu x , l'o dds d'un év ènemen t Y = j est

égal au rapp ort P(Y = j jX = x)=P(Y 6= j jX = x) . Dans le cas du mo dèle m ultinomial, on dé�nit

l'o dds d'un év ènemen t j 1 con tre un év ènemen t j 2 par

o dds (x; Y = j 1 vs Y = j 2) =
P(Y = j 1jX = x)
P(Y = j 2jX = x)

= exp(( � j 1 � � j 2 )0x):

Et p our deux individus x i et x i 0
, on dé�nit alors l'o dds ratio par

OR (x i ; x i 0; Y = j 1 vs Y = j 2) =
P(Y = j 1jX = x i )=P(Y = j 2jX = x i )
P(Y = j 1jX = x i 0)=P(Y = j 2jX = x i 0)

= exp(( � j 1 � � j 2 )0(x i � x i 0)) :

Ainsi si les deux individus x i et x i 0
ne di�èren t que d'une unité p our la v ariable ` , on a

OR (x i ; x i 0; Y = j 1 vs Y = j 2) = exp( � j 1
` � � j 2

` ):

Nous terminons cette partie par un exemple de calcul d'o dds ratio sur R . On considère le problème

d'expliquer Y à trois niv eaux 1,2 et 3 par X une v ariable qualitativ e à trois mo dalités a, b et c.

Les données son t obten ues par les commandes :

> Y <- factor ( c ( rep (3,5), rep (2,5), rep (1,5 )))

> set.seed (189)

> X <- factor ( sample ( c ( rep ("a",5), rep ("b",5) , rep ("c" ,5)) ))

> donnees <- data.frame (X,Y)

On utilise la fonction m ultinom p our a juster un mo dèle logistique m ultinomial :

> library (nnet)

> model <- m ultinom (Y~X,data=donnees)

Les co e�cien ts du mo dèle son t obten us par :

> beta <- co ef (model)

> beta

(Intercept) Xb Xc

2 1.0979772850 -10.5259443 -0.4045297

3 -0.0005551724 -0.4047684 0.6939763

Nous remarquons que le niv eau de référence de Y est ici 1. On v eut calculer l'o dds ratio OR (b; c; Y =
2 vs Y = 3) . On calcule d'ab ord o dds (b; Y = 2 vs Y = 3) et o dds (c; Y = 2 vs Y = 3)

> oddb23 <- exp (beta[1,1]+beta[1,2]-b eta[ 2,1] -bet a[2, 2])

> oddc23 <- exp (beta[1,1]+beta[1,3]-b eta[ 2,1] -bet a[2, 3])

On déduit l'o dds ratio c herc hé

> oddb23/oddc23

[1] 0.0001206436

On aurait pu le calculer directemen t

> exp (beta[1,2]-beta[2,2]- bet a[1, 3]+b eta[ 2,3] )

[1] 0.0001206436

R é gr ession sur variables c até goriel les L aur ent R ouvièr e





Annexes

A.1 Rapp els sur la métho de du maxim um de vraisem blance

P our plus de précisions, le lecteur p ourra se rep orter au c hapitre 6 de l'ouvrage de Lejeune (2004).

Théorème A.1 (Inégalité de Cramer-Rao)

Soit �̂ un estimateur sans biais p our � en dimension 1. Sous c ertaines c onditions de r é gularité, on

a

V � (�̂ ) �
1

nI (� )
;

où I (� ) est l' information de Fisher :

I (� ) = E
� � @

@�
ln f (X; � )

� 2
�
;

f désignant la densité de X .

Si un estimateur sans biais attein t la b orne de Cramer-Rao, on dit qu'il est e�cace .

Supp osons main tenan t que le paramètre � à estimer est de dimension sup érieure à 1. On in tro duit

la matric e d'information de Fisher I (�) symétrique d'ordre k don t l'élémen t en p osition (i; j ) est :

E
h @

@�i
ln f (X; � )

@
@�j

ln f (X; � )
i

= � E
h @2

@�i @�j
ln f (X; � )

i
:

On mon tre alors que p our tout estimateur sans biais T et p our tout u 2 Rk

V (u0̂� ) � u0[I (� )]� 1

n
u;

où V (u0̂� ) représen te la v ariance de la com binaison linéaire u0̂� .

Dé�nition A.1

Soit un é chantil lon alé atoir e X 1; : : : ; X n i.i.d. dont la loi mèr e app artient à une famil le p ar amétrique

f f (x; � ); � 2 � g où � � Rk
. On app el le fonction de vr aisemblanc e de � p our une r é alisation

donné e x1; : : : ; xn de l'é chantil lon, la fonction de � :

L(� ; x1; : : : ; xn ) = f (x1; : : : ; xn ; � ) =
nY

i =1

f (x i ; � ):

Remarquons que dans le cas discret, la vraisem blance est exactemen t la probabilité P(X 1 =
x1; : : : ; X n = xn ) . On dira que la v aleur � 1 de � est �plus vraisem blable� que la v aleur � 2 si

L(� 1; x1; : : : ; xn ) > L (� 2; x1; : : : ; xn ) .
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Dé�nition A.2

On app el le estimation du maximum de vr aisemblanc e une valeur �̂ , s'il en existe une, tel le

que :

L(�̂ ) = sup
� 2 �

L(� ):

Une tel le solution dép end de x1; : : : ; xn ( �̂ = h(x1; : : : ; xn ) ). L a statistique �̂ = h(X 1; : : : ; X n ) est

app elé e estimateur du maximum de vr aisemblanc e (EMV) .

Théorème A.2

Soit �̂ l'estimateur du maximum de vr aisemblanc e dé�ni ci dessus. Sous c ertaines c onditions de

r é gularité, on a :

� �̂ c onver ge pr esque sûr ement vers � (il est donc asymptotiquement sans biais) ;

� �̂ est asymptotiquement normal :

p
n(�̂ � � ) loi! N (0; [I (� )]� 1):

On en déduit que la matrice de v ariance-co v ariance de �̂ se �rappro c he� de

1
n [I (� )]� 1

lorsque

n ! 1 . On dit que l'estimateur du maxim um de vraisem blance est asymptotiquemen t e�cace.
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A.2 Ec han tillonnage Rétrosp ectif

Une clinique c herc he à mesurer l'e�et du tabac sur le cancer du p oumon. Elle prélèv e parmi

ses patien ts un éc han tillon comp osé de n1 = 250 p ersonnes attein tes par le cancer et n0 = 250
p ersonnes ne présen tan t pas la maladie. Les résultats (sim ulés !)de l'étude son t présen tés dans le

tableau suiv an t :

F umeur Non fumeur

Non malade 48 202

Malade 208 42

T ab. A.3 � Résultats de l'enquête.

Le statisticien resp onsable de l'étude réalise un mo dèle logistique. Les sorties sur R son t :

Call: glm(formula = Y ~ X, family = binomial)

Coefficients:

(Intercept) Xnon_fumeur

1.466 -2.773

Degrees of Freedom: 499 Total (i.e. Null); 498 Residual

Null Deviance: 692.3

Residual Deviance: 499.9 AIC: 503.9

On note Y la v ariable qui prend p our v aleur 1 si l'individu est malade, 0 sinon et X la v ariable

explicativ e (fumeur ou non fumeur).

1. Ecrire le mo dèle logistique. Quelle est la probabilité P(Y = 1jX = fumeur ) estimée par ce

mo dèle ?

2. Ce résultat v ous paraît-il surprenan t ?

P our un individu (X; Y ) , on dé�nit S la v ariable indicatrice d'appartenance à l'éc han tillon de

l'individu, i.e. ,

S =
�

1 si l'individu est dans l'éc han tillon

0 sinon :

On dé�nit égalemen t :

� � 1 = P(S = 1jY = 1; X = x) = P(S = 1jY = 1) : taux de sondage dans le group e 1 (malade).

� � 0 = P(S = 1jY = 0; X = x) = P(S = 1jY = 0) : taux de sondage dans le group e 0 (malade).

� p0(x) = P(Y = 1jX = x; S = 1) .

� p(x) = P(Y = 1jX = x) .

3. Mon trer à l'aide du théorème de Ba y es que :

logit p0(x) = log
�

� 1

� 0

�
+ logit p(x):

4. On dé�nit

� � 1 = P(Y = 1) la probabilité à priori d'appartenance au group e 1 ;

� � 0 = P(Y = 0) la probabilité à priori d'appartenance au group e 0 ;

Exprimer � 1 en fonction de n1=n (la prop ortion d'individus du group e 1 dans l'éc han tillon),

� 1 et P(S = 1) (la probabilité qu'un individu soit dans l'éc han tillon).
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5. Des études préalables on t mon tré que les probabilités � 1 et � 0 p ouv aien t être estimées par

0.005 et 0.995. En déduire une estimation de P(Y = 1jX = fumeur ) .

Commen taires

Cette exercice nous mon tre que la manière de constituer l'éc han tillon d'appren tissage (X 1; Y1); : : : ;
(X n ; Yn ) est un p oin t imp ortan t qui ne doit pas être ignoré. On distingue essen tiellemen t deux

sc hémas d'éc han tillonnage :

Le sc héma de mélange : tous les individus on t la même probabilité d'être sélectionnés dans

l'éc han tillon. Les observ ations son t tirées aléatoiremen t sans distinction des group es 0 et

1. Dans ce cas, les prop ortions d'individus par group e son t sensiblemen t iden tiques dans

l'éc han tillon et dans la p opulation. On p eut mon trer que les estimateurs du maxim um de

vraisem blance des � i son t les quan tités ni =n.

Le sc héma rétrosp ectif : les prop ortions d'individus par group e ne son t pas les mêmes dans

l'éc han tillon et dans la p opulation. Ce sc héma d'éc han tillonnage est souv en t utilisé lorsque

les probabilités � i (probabilité d'appartenance au group e i ) son t très di�éren tes les unes des

autres. Dans de tels cas, le sc héma de mélange conduit à tra v ailler a v ec des e�ectifs trop

p etits dans certains group es, alors que le sc héma rétrosp ectif p ermet de tra v ailler a v ec des

e�ectifs comparables. P ar exemple, en diagnostic médical, on a souv en t des problèmes de

discrimination en tre deux group es où l'un des group es (1 par exemple) est asso cié à une

maladie et l'autre est caractéristique de l'absence de cette maladie. Dans de telles situations,

on a bien sûr � 1 b eaucoup plus p etit que � 0 . L'usage consiste alors à étudier deux éc han tillons

de taille à p eu près équiv alen te ( n1 � n0 ), le premier étan t celui des malades, le second celui

des individus sains (v oir exercice précéden t).

P our un tel sc héma, le mo dèle logistique appliqué directemen t sur les données ne nous fournit

pas une estimation de P(Y = 1jX = x) mais de P(Y = 1jX = x; S = 1) . Une propriété

remarquable du mo dèle logistique est que l'e�et de ce c hangemen t de prop ortion en tre la

p opulation et l'éc han tillon n'in tervien t dans l'expression de la probabilité P(Y = 1jX = x)
qu'au niv eau de la constan te � 0 :

logit P(Y = 1jX = x) = logit P(Y = 1jX = x; S = 1) � log
�

� 1

� 0

�
:

En pratique : lorsque l'éc han tillon (X 1; Y1); : : : ; (X n ; Yn) est constitué selon un sc héma rétros-

p ectif il faut :

1. Construire le mo dèle logistique sur cet éc han tillon. On obtien t alors une estimation de

logit P̂ (Y = 1jX = x; S = 1) = � 0 + � 1x1 + : : : + � pxp:

2. On en déduit alors l'estimation de la probabilité rec herc hée

logit P̂(Y = 1jX = x) =
�

� 0 � log
� 1

� 0

�
+ � 1x1 + : : : + � pxp:

Un tel sc héma nécessite bien en tendu une connaissance a priori des probabilités � 1 et � 0 .
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A.3 Exercices

Exercice A.1

On se place dans le cas où les données son t présen tées sous forme binomiale (rép étitions au p oin t

de design xt ). On note :

� T le nom bre de p oin ts de design di�éren ts f x1; : : : ; xT g ;

� nt le nom bre de rép étitions au p oin t xt ;

� st le nom bre de succès au p oin t xt : st =
P n t

i =1 yit ;

� �yt = st
n t

le nom bre mo y en de succès au p oin t xt .

x i n b succès n b éc hecs mo y enne succès

x1 s1 n1 � s1 �y1
.

.

.

.

.

.

.

.

.

.

.

.

xt st nt � st �yt
.

.

.

.

.

.

.

.

.

.

.

.

xT sT nT � sT �yT

T ab. A.4 � Données rép étées.

Mon trer que la log-vraisem blance s'écrit :

L (� ) =
TX

t=1

log
�

nt

st

�
+

TX

t= T

nt f �yt log(p(xt )) + (1 � �yt ) log(1 � p(xt ))g

=
TX

t=1

log
�

nt

st

�
+

nX

i =1

nt

�
�yt log

�
p(xt )

1 � p(xt )

�
+ log(1 � p(xt ))

�

où p(xt ) = P(Y = 1jX = xt ) .

Exercice A.2 (Nom bre de paramètres iden ti�ables)

On se place dans le cas de deux v ariables explicativ es A et B de t yp e facteur admettan t res-

p ectiv emen t deux ( a1 , a2 ) et trois ( b1 , b2 , b3 ) niv eaux. On disp ose de 10 individus, les données

son t : 0

B
B
B
B
B
B
B
B
B
B
B
B
B
B
@

a1 b3

a2 b2

a2 b1

a1 b2

a1 b1

a2 b3

a1 b3

a2 b1

a2 b2

a1 b3

1

C
C
C
C
C
C
C
C
C
C
C
C
C
C
A

; Y =

0

B
B
B
B
B
B
B
B
B
B
B
B
B
B
@

1
0
1
1
0
0
0
1
1
0

1

C
C
C
C
C
C
C
C
C
C
C
C
C
C
A

:

1. Rapp eler brièv emen t l'algorithme d'estimation des paramètres par la métho de du maxim um

de vraisem blance p our le mo dèle logistique.

2. Ecrire la matrice de co dage disjonctif complet des v ariables explicativ es.

3. Discuter du rang de cette matrice et en déduire le nom bre de paramètres iden ti�ables de

manière unique du mo dèle logistique p our ce jeu de données.
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4. Iden ti�er ces paramètres sur les sorties R suiv an tes :

A<- factor ( c ("a1","a2"," a2" ," a1 "," a1 "," a2 ", "a1 ", "a 2", "a 2" ,"a 1" ))

B<- factor ( c ("b3","b2"," b1" ," b2 "," b1 "," b3 ", "b3 ", "b 1", "b 2" ,"b 3" ))

donnees<-data.fra me (A ,B)

Y<- factor ( c (1,0,1,1,0,0 ,0, 1, 1, 0))

model<- glm (Y~A+B,da ta =do nn ee s,f am ily =b in omi al )

model

Call: glm(formula = Y ~ A + B, family = binomial, data = donnees)

Coefficients:

(Intercept) Aa2 Bb2 Bb3

5.690e-01 1.882e-01 -6.310e-16 -1.716e+00

Degrees of Freedom: 9 Total (i.e. Null); 6 Residual

Null Deviance: 13.86

Residual Deviance: 12.12 AIC: 20.12

5. Refaire les questions 2, 3 et 4 en considéran t les v ariables d'in teractions.

model1<- glm (Y~A+B+A :B ,da ta =d onn ee s,f am il y=b in om ial )

model1

Call: glm(formula = Y ~ A + B + A:B, family = binomial, data = donnees)

Coefficients:

(Intercept) Aa2 Bb2 Bb3 Aa2:Bb2 Aa2:Bb3

-19.57 39.13 39.13 18.87 -58.70 -58.01

Degrees of Freedom: 9 Total (i.e. Null); 4 Residual

Null Deviance: 13.86

Residual Deviance: 6.592 AIC: 18.59

6. On considère le mo dèle mo del2 don t les sorties R son t

model2<- glm (Y~A:B-1 ,d ata =d on nee s, fam il y= bin om ia l)

model2

Call: glm(formula = Y ~ A:B - 1, family = binomial, data = donnees)

Coefficients:

Aa1:Bb1 Aa2:Bb1 Aa1:Bb2 Aa2:Bb2 Aa1:Bb3 Aa2:Bb3

-1.957e+01 1.957e+01 1.957e+01 -2.748e-16 -6.931e-01 -1.957e+01

Degrees of Freedom: 10 Total (i.e. Null); 4 Residual

Null Deviance: 13.86

Residual Deviance: 6.592 AIC: 18.59

Iden ti�er les paramètres estimés à l'aide de la matrice de co dage disjonctif complet étudiée

à la question précéden te. Mon trer que les mo dèles mo del1 et mo del2 son t équiv alen ts (on

p ourra mon trer que les probabilités P(Y = 1jX = x) estimées par les deux mo dèles son t les

mêmes p our tout x ).

Exercice A.3

Le traitemen t du cancer de la prostate c hange si le cancer a attein t ou non les nø euds lymphatiques

en touran t la prostate. P our éviter une in v estigation lourde (ouv erture de la ca vité ab dominale) un
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certain nom bre de v ariables son t considérées comme explicativ e de la v ariable Y binaire : Y = 0
le cancer n'a pas attein t le réseau lymphatique, Y = 1 le cancer a attein t le réseau lymphatique.

Le but de cette étude est donc d'essa y er d'expliquer Y par les v ariables suiv an tes.

� âge du patien t au momen t du diagnostic age

� le niv eau d'acide phosphatase sérique acide , que l'on app ellera par la suite niv eau d'acidité

� Le résultat d'une analyse par ra y on X, 0= négatif, 1=p ositif rayonx

� La taille de la tumeur, 0=p etite, 1=grande, taille

� L'état pathologique de la tumeur déterminée par biopsie, 0=mo y en, 1=gra v e, grade

� Le logarithme nép érien du niv eau d'acidité log.acid

age acide rayonx taille grade log.acid.

1 66 0.48 0 0 0 -0.73396918

2 68 0.56 0 0 0 -0.57981850

3 66 0.50 0 0 0 -0.69314718

4 56 0.52 0 0 0 -0.65392647

5 58 0.50 0 0 0 -0.69314718

6 60 0.49 0 0 0 -0.71334989

7 65 0.46 1 0 0 -0.77652879

8 60 0.62 1 0 0 -0.47803580

9 50 0.56 0 0 1 -0.57981850

10 49 0.55 1 0 0 -0.59783700

T ab. A.5 � Les 10 p remiers individus.

On a construit 10 mo dèles logistiques don t les sorties R son t présen tées dans le tableau A.7. On

souhaite donner une prévision p our la probabilité P(Y = 1jX = x) p our cinq nouv eaux individus.

Rep orter dans le tableau suiv an t les probabilités estimées par les di�éren ts mo dèles.

Individu

Mo dèle

M1 M2 M3 M4 M5 M6 M7 M8 M9 M10

(61,0.60,1,0,1,-0.51)

(49,0.86,0,0,1,-0.15)

(67,0.72,1,0,1,-0.33)

(51,0.95,1,1,1,-0.05)

T ab. A.6 � Probabilités estimés pa r les di�érents mo dèles.
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MODELE 1 MODELE 2

glm(formula = Y ~ age + acide, ...)

Coefficients:

(Intercept) age acide

1.32811 -0.05639 2.14004

glm(formula = Y ~ log.acid. + rayonx, ...)

Coefficients:

(Intercept) log.acid. rayonx1

-0.3308 2.0363 2.1020

MODELE 3 MODELE 4

glm(formula = Y ~ taille + grade, ...)

Coefficients:

(Intercept) taille1 grade1

-1.6008 1.4253 0.7293

glm(formula = Y ~ taille + grade +

taille:grade, ...)

Coefficients:

(Intercept) taille1 grade1 taille1:grade1

-2.251 2.588 2.657 -2.860

MODELE 5 MODELE 6

glm(formula = Y ~ taille:grade - 1, ...)

Coefficients:

taille0:grade0 taille1:grade0

-2.2513 0.3365

taille0:grade1 taille1:grade1

0.4055 0.1335

glm(formula = Y ~ age + acide + age:acide, ...)

Coefficients:

(Intercept) age acide age:acide

-2.61203 0.00675 7.93956 -0.09282

MODELE 7 MODELE 8

glm(formula = Y ~ taille:grade - 1, ...)

Coefficients:

taille0:grade0 taille1:grade0

-2.2513 0.3365

taille0:grade1 taille1:grade1

0.4055 0.1335

glm(formula = Y ~ taille:age, ...)

Coefficients:

(Intercept) taille0:age taille1:age

2.79408 -0.07157 -0.04351

MODELE 9 MODELE 10

glm(formula = Y ~ taille:log.acid.

+ rayonx:grade - 1, ...)

Coefficients:

taille0:log.aci d. taille1:log.aci d.

3.3406 0.9356

rayonx0:grade0 rayonx1:grade0

-0.6776 1.2771

rayonx0:grade1 rayonx1:grade1

0.1129 2.3963

glm(formula = Y ~ taille:(age + grade), ...)

Coefficients:

(Intercept) taille0:age taille1:age

3.17016 -0.09228 -0.04758

taille0:grade1 taille1:grade1

2.79235 -0.23813

T ab. A.7 � Les 10 mo dèles.
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A.4 Correction

Exercice A.1

La v ariable SjX = xt suit une loi binomiale Bin (nt ; p(xt )) . Dès lors la vraisem blance s'écrit :

nY

i =1

P(S = st jX = xt ) =
nY

t=1

�
nt

st

�
p(xt )n t (1 � p(xt ))n t � st :

On obtien t donc p our log-vraisem blance :

L (� ) =
TX

t=1

log
�

nt

st

�
+

TX

t=1

[nt logp(xt ) + ( nt � st ) log(1 � p(xt ))] :

On p ourra consulter le livre de Collet (2003) (page 59) p our plus de détails.

Exercice A.2

1. La pro cédure d'estimation par MV consiste à �mettre à jour� les co e�cien ts via une régression

p ondérée : �̂ k+1 = ( X 0W kX )� 1X 0W kZ k
. La première di�culté consiste à dé�nir X dans cet

exemple. X est une matrice qualitativ e, il est imp ossible de faire des op érations dessus, on a

donc recours à un co dage disjonctif complet.

2. La matrice de co dage s'écrit 0

B
B
B
B
B
B
B
B
B
B
B
B
B
B
@

1 0 0 0 1
0 1 0 1 0
0 1 1 0 0
1 0 0 1 0
1 0 1 0 0
0 1 0 0 1
1 0 0 0 1
0 1 1 0 0
0 1 0 1 0
1 0 0 0 1

1

C
C
C
C
C
C
C
C
C
C
C
C
C
C
A

:

La matrice X utilisée p our la régression v aut :

X =

0

B
B
B
B
B
B
B
B
B
B
B
B
B
B
@

1 1 0 0 0 1
1 0 1 0 1 0
1 0 1 1 0 0
1 1 0 0 1 0
1 1 0 1 0 0
1 0 1 0 0 1
1 1 0 0 0 1
1 0 1 1 0 0
1 0 1 0 1 0
1 1 0 0 0 1

1

C
C
C
C
C
C
C
C
C
C
C
C
C
C
A

:

3. Le nom bre de paramètres estimés par le mo dèle est égal à la dimension de X 0X , c'est-à-dire

au nom bre de colonnes de X . P our e�ectuer la régression, nous dev ons in v erser X 0X (on

considère que la matrice des p oids W v aut l'iden tité). Les v ecteurs colonnes de X ne son t

clairemen t pas linéairemen t indép endan ts (v oir deuxième et troisième colonne), la matrice X
n'est donc pas de plein rang, le mo dèle est surparamétré. Il est éviden t que :
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� la connaissance de la 2ème

colonne implique celle de la 3ème

;

� la connaissance des 4ème

et 5ème

colonne implique celle de la 6ème

.

On p eut donc �supprimer� des colonnes à X sans �p erdre� d'information. Le logiciel R sup-

prime la première colonne corresp ondan t c haque mo dalité, ce qui revien t à considérer la

matrice :

X =

0

B
B
B
B
B
B
B
B
B
B
B
B
B
B
@

1 1 0 0 0 1
1 0 1 0 1 0
1 0 1 1 0 0
1 1 0 0 1 0
1 1 0 1 0 0
1 0 1 0 0 1
1 1 0 0 0 1
1 0 1 1 0 0
1 0 1 0 1 0
1 1 0 0 0 1

1

C
C
C
C
C
C
C
C
C
C
C
C
C
C
A

Cette nouv elle matrice est de plein rang (égal à 4), le mo dèle est constitué de 4 paramètres

iden ti�ables de manière unique.

4. Le mo dèle est ainsi dé�ni par :

x b1 b2 b3

a1 � 0 � 0 + Bb2 � 0 + Bb3
a2 � 0 + Aa2 � 0 + + Aa2 + Bb2 � 0 + Aa2 + Bb3

T ab. A.8 � V aleur de logit p(x) p our les di�érentes classes.

5. Dans le cas d'in téraction la matrice de co dage �totale� ou �surparamétrée� v a s'écrire

X =

0

B
B
B
B
B
B
B
B
B
B
B
B
B
B
@

1 1 0 0 0 1 0 0 1 0 0 0
1 0 1 0 1 0 0 0 0 0 1 0
1 0 1 1 0 0 0 0 0 1 0 0
1 1 0 0 1 0 0 1 0 0 0 0
1 1 0 1 0 0 1 0 0 0 0 0
1 0 1 0 0 1 0 0 0 0 0 1
1 1 0 0 0 1 0 0 1 0 0 0
1 0 1 1 0 0 0 0 0 1 0 0
1 0 1 0 1 0 0 0 0 0 1 0
1 1 0 0 0 1 0 0 1 0 0 0

1

C
C
C
C
C
C
C
C
C
C
C
C
C
C
A

On p eut mon trer que le rang de cette matrice est m1m2 = 6 . Dans sa pro cédure d'estimation,
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R considère la matrice :

X =

0

B
B
B
B
B
B
B
B
B
B
B
B
B
B
@

1 1 0 0 0 1 0 0 1 0 0 0
1 0 1 0 1 0 0 0 0 0 1 0
1 0 1 1 0 0 0 0 0 1 0 0
1 1 0 0 1 0 0 1 0 0 0 0
1 1 0 1 0 0 1 0 0 0 0 0
1 0 1 0 0 1 0 0 0 0 0 1
1 1 0 0 0 1 0 0 1 0 0 0
1 0 1 1 0 0 0 0 0 1 0 0
1 0 1 0 1 0 0 0 0 0 1 0
1 1 0 0 0 1 0 0 1 0 0 0

1

C
C
C
C
C
C
C
C
C
C
C
C
C
C
A

Le mo dèle est dé�ni par :

x b1 b2 b3

a1 � 0 � 0 + Bb2 � 0 + Bb3
a2 � 0 + Aa2 � 0 + Aa2 + Bb2 + Aa2 : Bb2 � 0 + Aa2 + Bb3 + Aa2 : Bb3

T ab. A.9 � V aleur de logit p(x) p our les di�érentes classes.

6. En terme de matrice de co dage, le mo dèle mo del2 ne considère que les v ariables d'in térac-

tions :

X =

0

B
B
B
B
B
B
B
B
B
B
B
B
B
B
@

1 1 0 0 0 1 0 0 1 0 0 0
1 0 1 0 1 0 0 0 0 0 1 0
1 0 1 1 0 0 0 0 0 1 0 0
1 1 0 0 1 0 0 1 0 0 0 0
1 1 0 1 0 0 1 0 0 0 0 0
1 0 1 0 0 1 0 0 0 0 0 1
1 1 0 0 0 1 0 0 1 0 0 0
1 0 1 1 0 0 0 0 0 1 0 0
1 0 1 0 1 0 0 0 0 0 1 0
1 1 0 0 0 1 0 0 1 0 0 0

1

C
C
C
C
C
C
C
C
C
C
C
C
C
C
A

Il est dé�ni par :

x b1 b2 b3

a1 Aa1 : Bb1 Aa1 : Bb2 Aa3 : Bb3
a2 Aa2 : Bb1 Aa2 : Bb2 Aa2 : Bb3

T ab. A.10 � V aleur de logit p(x) p our les di�érentes classes.

P our mon trer que ces mo dèles son t équiv alen ts, il su�t de mon trer que les logit son t iden-

titiques p our c haque classe dans les mo dèles mo del2 et mo del3 .

Exercice A.3

Correction sous R . Les commandes son t :
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data<- read.csv ("~/COURS /G LM/ TP /ca nc er pro st at e.c sv ", sep =" ;" )

donnees<-data[, names (d ata )! =" Y"]

donnees[,"rayonx" ]< - factor (d on ne es[ ," ra yon x" ])

donnees[,"taille" ]< - factor (d on ne es[ ," ta ill e" ])

donnees[,"grade"] <- factor (do nn ee s[, "g ra de" ])

Y<- factor (data[, names (data)= ="Y "] )

model1<- glm (Y~age+a cid e, da ta= do nn ees ,f ami ly =b ino mi al ) #2 continues

model2<- glm (Y~log.a cid .+ ra yon x, da ta= do nne es ,f ami ly =b ino mi al ) #1 cont, 1 quali

model3<- glm (Y~taill e+g ra de ,da ta =d onn ee s,f am il y=b in om ial ) #2 quali

model4<- glm (Y~taill e+g ra de +ta il le :gr ad e,d at a= don ne es ,fa mi ly =bi no mi al) #2 quali+inter

model5<- glm (Y~taill e:g ra de -1, da ta =do nn ees ,f am ily =b in omi al ) #= modele 4

model6<- glm (Y~age+a cid e+ ag e:a ci de ,da ta =do nn ee s,f am il y=b in om ial ) # 2 conti+inter

model7<- glm (Y~taill e:g ra de -1, da ta =do nn ees ,f am ily =b in omi al ) #1 inter continue

model8<- glm (Y~taill e:a ge ,d ata =d on nee s, fam il y= bin om ia l) # 1 inter qualit/conti

model9<- glm (Y~taill e:l og .a cid .+ ra yon x: gra de -1 ,da ta =d onn ee s, fam il y= bin om ial )

model10<- glm (Y~tail le: (a ge +gr ad e) ,da ta =do nn ee s,f am il y=b in om ial )

X_test<- data.frame ( matrix ( c (61,0.60,1, 0, 1, -0. 51 ,4 9,0 .8 6, 0,0 ,1 ,-0 .1 5, 67, 0. 72 ,1, 0, 1,

-0.33,51,0.95,1,1 ,1 ,-0 .0 5) ,nc ol =6 ,by ro w=T ))

names (X_test)<- names (donnee s)

X_test[,"rayonx"] <- factor (X_ te st [," ra yo nx" ])

X_test[,"taille"] <- factor (X_ te st [," ta il le" ])

X_test[,"grade"]< - factor ( X_t es t[ ,"g ra de "])

PRED<- matrix (0,ncol=10,n ro w= 4)

for (i in 1:10){

PRED[,i]<- ev al ( parse (te xt= paste (" pr edict (mo de l", i, ", new da ta =X_ te st ,ty pe =' res po nse ') ", sep =" ") ))}

Le tab eau c herc hé est la matrice PRED .

round (PRED,digits=2)

[,1] [,2] [,3] [,4] [,5] [,6] [,7] [,8] [,9] [,10]

[1,] 0.30 0.68 0.29 0.60 0.60 0.30 0.60 0.17 0.67 0.58

[2,] 0.60 0.35 0.29 0.60 0.60 0.65 0.60 0.33 0.40 0.81

[3,] 0.29 0.75 0.29 0.60 0.60 0.28 0.60 0.12 0.78 0.45

[4,] 0.62 0.84 0.64 0.53 0.53 0.69 0.53 0.64 0.91 0.62
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